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PRIMENA MODELA VODENIH PODACIMA U GEOFIZICI

REZIME

Modeli vodeni podacima karakteriSu se ubrzanim razvojem zbog Siroke pristupacnosti i
unapredenja sposobnosti procesora, softverskih paketa i racunarske memorije. Primena metoda
masinskog ucenja, prognoziranja i analize vremenskih serija aktivno napreduje unutar Sire
naucne oblasti nauke o podacima. Potencijalna podrucja primene ovih metoda na geofizicke,
geoloske i podatke koji se odnose na blisku Zemljinu okolinu su brojna i raznovrsna. Doktorska
disertacija prikazuje kombinovane rezultate razli¢itih primena prethodno pomenutih metoda, i
to: primena metoda prognoziranja vremenskih serija na podatke koncentracije zagadujucih
materija u vazduhu (Fejsbuk Profet model), primena metoda masinskog uéenja za imputaciju
podataka koncentracije zagadujué¢ih materija u vazduhu (dvosmerna imputacija podataka),
primena metoda klasifikacije maSinskog ucenja za prostornu klasifikaciju ofiolita istocne
Vardarske zone (Severna Makedonija), primena metoda masinskog ucenja na podatke signala
vrlo niskih frekvencija koji se prostiru subjonosferski za detekciju poremecéaja amplitude
pomenutih signala, primena metoda masinskog ucenja za dobijanje talasovodnih parametara
oblasti D Zemljine jonosfere tokom poremecenih jonosferskih uslova usled solarnih flerova i
primena statistickih metoda na podatke magnetne susceptibilnosti dobijene od uzoraka
materijala sa flotacijskog jalovista rudnika ,,Rudnik* (Srbija). Svaki od prethodnih primera
prikazuje primenu razli¢itih metoda nauke o podacima (maSinsko ucenje i1 metode
prognoziranja vremenskih serija) i primenjene statistike na realne podatke, kako bi se dobile
informacije koje nije moguce dobiti konvencionalnim metodama. Disertacija takode prikazuje
znacaj bududih unapredenja i primene ovih metoda na geo-podatke, koji mogu imati veliki

znacaj za istrazivace 1 industriju u datim domenima.
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APPLICATION OF DATA-DRIVEN MODELS IN GEOPHYSICS

ABSTRACT

Data-driven models have rapidly expanded due to widespread accessibility and advancements
in processing capabilities, software packages, and computer memory. The utilization of
machine learning and time-series forecasting and analysis techniques is actively progressing
within the broader scientific domain of data science. The potential application of these methods
to geophysical, geological, and near-Earth physics datasets is extensive and diverse. This PhD
dissertation presents the combined results from various applications, specifically: the
utilization of time-series forecasting techniques (Facebook’s Prophet algorithm) on particulate
matter concentration data; the employment of machine learning methods to impute missing
observations (bi-directional data imputation) for particulate matter concentration data; the
application of machine learning classification techniques for the spatial classification of
ophiolites in the East VVardar Ophiolite Zone, North Macedonia; the implementation of machine
learning methods on subionospheric very low frequency signal data for amplitude anomaly
detection; the use of machine learning methods to derive D region ionospheric waveguide
parameters under disturbed ionospheric conditions due to solar flares; and the application of
statistical methods on magnetic susceptibility data acquired from a flotation mine tailing
material from the mine “Rudnik” (Serbia). Each of the aforementioned examples illustrates the
application of diverse data science (machine learning and time- series forecasting methods)
and applied statistical methodologies on real-world data to extract insights that are not
conventionally attainable. The dissertation emphasizes the significance of future advancements
and applications of these methods for geo-data, as they are highly beneficial for researchers

and industry professionals in these domains.

Keywords: machine learning, time- series forecasting, spatial forecasting, data science,
(geo)data analysis.
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1. Uvod

Geofizika proucava fizicke procese, pojave i fizicka svojstva Zemlje i njenog okolnog prostora.
U tu svrhu se koristi skup metoda zasnovanih na analizi i tumacenju fizickih parametara i
svojstava, koji su povezani sa njihovim geoloskim, petroloskim i drugim karakteristikama,
znacajnim za cilj istrazivanja. Dobijeni (geofizi¢ki) podaci mogu biti prostorni, vremenski ili
prostorno- vremenskKi, u zavisnosti od potreba i primenjene metode istrazivanja, i u odnosu na

nacin prikupljanja podataka.

Primena modela vodenih podacima (eng. Data driven models) predstavlja proces modelovanja
odredenog sistema sa izmerenim, realnim podacima, za razliku od modelovanja zasnovanog na
fizici same pojave i modelovanju kroz matematic¢ke jednacine (eng. Physics based models). U
osnovi modela vodenih podacima je analiza svih dostupnih podataka koji su vezani za predmet
istrazivanja, sa posebnom paznjom posvecenom pronalazenju veza izmedu raznorodnih
podataka kod kojih uzajamna interakcija nije eksplicitna ili poznata. Ono §to ograni¢ava ovaj
vid modelovanja je kvalitet i kvantitet koris¢enih podataka. Modelovanje vodenim podacima
u osnovi obuhvata masinsko ucenje, prognoziranje i analizu vremenskih serija, ali i brojne
druge statisticke metode, a zajedno sa metodama pripreme, skladiStenja i transformacije
podataka, ima veliki potencijal primene na geofizicke i druge podatke vezane za Zemljino

okruZenje.

1.1. Cilj disertacije

Cilj disertacije je primena izabranih metoda masinskog ucenja, prognoziranja i analize
vremenskih serija i statistiCkih metoda na razli¢ite prostorne i vremenske geofizicke podatke.
Ovakav pristup omogucava prikupljanje dodatnih informacija iz podataka koji nisu dostupni
standardnim metodama istraZivanja, kao 1 automatizaciju odredenih procesa koji zahtevaju
veliki trud 1 uloZeno vreme istrazivaca. U tu svrhu izdvojeno je pet predmeta istrazivanja, i to
a) Primena metoda prognoziranja vremenskih serija i metoda masinskog ucenja na
podatke koncetracije zagadujuce materije u vazduhu u Republici Srbiji (Arnaut et al.,

2023a; 2024a);



b) Primena Kklasifikacionih metoda masSinskog ucenja za prognoziranje prostornog
poloZaja ofiolita isto¢ne Vardarske zone na prostoru Severne Makedonije (Arnaut et
al., 2024b; Arnaut, 2024);

c) Primena klasifikacionih metoda maSinskog ucéenja za klasifikaciju poremecenog
signala vrlo niskih frekvencija koji se prostire sub-jonosferski (eng. Very Low
Frequency, VLF) (Arnaut et al., 2023b, 2024c, 2025);

d) Primena regresionih metoda masinskog ucenja za odredivanje parametara niske
jonosfere odnosno talasovodnih parametara parametara oblasti D jonosfere (Arnaut et
al., 2023c);

e) Primena statistickih metoda na podatke magnetne susceptibilnosti prikupljene iz tri

busotine na flotacijskom jalovistu rudnika ,,Rudnik®.

1.2. Polazne hipoteze

Na osnovu prethodno definisanog predmeta i ciljeva doktorske disertacije postavljene su
slede¢e polazne hipoteze:

a) Prognoziranje vremenskih serija koncentracije zagaduju¢ih materija u vazduhu ima
znacajnu primenu u dobijanju bududéih vrednosti odabranih parametara na odredenoj
lokaciji. Ova informacija je od posebne vaznosti za osobe sa respiratornim oboljenjima,
kao i za najmladu i najstariju populaciju koja je najviSe ugroZena visokim nivoima
zagadenja vazduha. lako trenutno ne postoji stabilna, univerzalna i u potpunosti ta¢na
metoda za prognozu koncentracije zagaduju¢ih materija u vazduhu, u disertaciji je
prikazana primena Fejsbuk Profet (eng. Facebook Prophet) algoritma za prognoziranje
vremenskih serija na podacima o koncentraciji zagaduju¢ih materija u vazduhu sa
merne stanice Beograd- Zeleno brdo. lako je ovaj algoritam prvobitno razvijen za
potrebe prognoze upotrebe drustvenih mreza, nasao je Siroku primenu kako u industriji
tako 1 u brojnim naucno- istrazivackim granama. U okviru ove disertacije bice testirana
uspesnost pomenutog algoritma za prognoziranje koncentracije zagaduju¢ih materija u
vazduhu, §to spada u naucnu oblast fizike atmosfere. Takode, metode masSinskog ucenja
primenjene su i za aproksimaciju preskocenih opservacija u podacima o koncentraciji
zagaduju¢ih materija u vazduhu. Sa obzirom na to da su podaci o koncentraciji
zagadujuc¢ih materija prikupljeni kontinuiranim monitoringom, moguce je da tehnicki

problemi izazovu presko¢ene opservacije. Razvijanje novih metoda za reSavanje takvih



b)

nedostataka u podacima, dovodi do znacajnog napretka u tac¢nosti, pouzdanosti i
sveobuhvatnom kvalitetu analiziranih podataka.

Kartiranje litoloskih jedinica je ¢esto vremenski zahtevan proces koji ukljucuje Sirok
spektar terenskih aktivnosti i obimnu obradu podataka. Koris¢enje metoda masinskog
ucenja moze znacajno unaprediti ovaj proces, jer omoguc¢ava modelima da "nauce"
prostorni raspored litoloskih jedinica na temelju podataka prikupljenih iz jednog dela
istrazivanog podrucja, a zatim da primene ovu logiku na neistrazeni deo podrucja. U
disertaciji bice primenjeni klasifikacioni modeli masinskog ucenja, kao §to su model
slu¢ajnih Suma (eng. Random Forest), model K- najblizih suseda (eng. K-Nearest
Neighbours) i model ekstremnog povecanja gradijenta (eng. Extreme gradient
boosting), kako bi se prognozirala prostorna raspodela ofiolita u isto¢noj Vardarskoj
zoni (Severna Makedonija). Polazna hipoteza istrazivanja odnosi se na analizu odnosa
izmedu binarne ciljne promenljive (ofioliti i ne- ofioliti) i njenog uticaja na performanse
modela. U tom kontekstu, istraZivace se da li modeli koji koriste manje podataka za
ucenje, ali sa uravnotezenijim odnosom klasa ciljne promenjive, mogu posti¢i bolje
rezultate u klasifikaciji geo- prostornih podataka. Ova istrazivacka postavka pruza
moguénost da se testira efikasnost modela u razli¢itim odnosima raspodele klasa ciljne
promenljive, §to moze znacajno doprineti tacnosti klasifikacija vezano za geoloska
istrazivanja i Kartiranje. Takode, primena kombinacije geofizickih (dubinski vezanih) i
satelitskih (povrsinski vezanih) podatka predstavlja novitet u oblasti primene metoda
masinskog ucenja za klasifikaciju litologije.

Registracija podataka niske jonosfere upotrebom radio signala vrlo niskih frekvencija
(eng. Very Low Fregnecy- VLF signali, 3-30 kHz) se vrsi u visokoj minutnoj rezoluciji.
Pored tehni¢kih smetnji i smetnji koje su svojstvene za vecinu signala merenih u
prirodi, VLF signal je dodatno optereen uticajem efekata solarnih flerova, kao jednim
od najznacajnijih uzro¢nika poremecaja jonosfere Zemlje. Koli¢ina podataka koju
istrazivaC mora da obradi zavisi od broja analiziranih parova antena predajnik-
prijemnik i duzine ispitivanog perioda, i ¢esto moze biti izrazito velika. Da bi se proces
obrade podataka znatno ubrzao primenice se metode klasifikacije masinskog ucenja na
podatke VLF signala sa ciljem automatizacije procesa otklanjanja poremecenog dela
signala. Pored pomenute automatizacije procesa obrade podataka, drugi cilj koji moze
proisteéi iz buduéih istrazivanja vezano za ovu problematiku je razvijanje algoritma za

prepoznavanje karakteristika signala u (skoro) realnom vremenu.



d) Najniza oblast jonosfere Zemlje, oblast D (50-90 km), u smislu istraZivanja primenom
tehnologije prostiranja VLF signala, odreden je sa dva jonosferska parametra, ostrinom
i visinom granice reflektovanja VLF signala. Tokom neporemecenih jonosferskih
uslova vrednost oba pomenuta parametra je relativno konstantna. Pod dejstvom
solarnih flerova, u poremecenim uslovima, dolazi do znacCajne promene vrednosti
oStrine 1 visine granice reflektovanja VLF signala. Numeri¢kim modelovanjem koje se
bazira na modelovanju zasnovanim na fizici same pojave mogu se odrediti vrednosti
ovih parametara za poremeceni period, medutim, zbog kompleksnosti samog procesa
to je izazovan zadatak i dugotrajan proces. 1z tog razloga su testirane regresione metode
masinskog ucenja na podatke oblasti D jonosfere i moguénost odredivanja oStrine i
visine granice reflektovanja VLF signala tokom poremecenih jonosferskih uslova pod
uticajem solarnih X- flerova.

e) Merenja magnetne suseptibilnosti visoke rezolucije po vertikalnom profilu (sa
dubinom) tela flotacijskog jalovista rudnika ,,Rudnik* obezbedicée veliki skup podataka
na koji ¢e se primeniti statisticke metode u cilju medusobnog poredenja materijala
jalovista iz tri buSotine, a takode i primenu metoda statistike za odredivanje zona od
znacCaja unutar busotina. Laboratorijska merenja magnetne suseptibilnosti niskog polja
na uzorkovanom materijalu iz tri buSotine dubine oko 15 m na svakih 10 cm omoguciée
razgrani¢enje zona obogacenja, kao i1 planiranje dodatnih mineraloskih i geohemijskih
istrazivanja u zonama povecane magnetne suseptibilnosti, koje ukazuje na visoko

obogacenje teskim metalima.

1.3. Sazetak disertacije

Zbog Siroke oblasti primene i brojnosti metoda masinskog ucenja, metoda prognoziranja i
analize vremenskih serija i prate¢ih metoda obrade, transformacije i statistickih metoda,
disertacija je podeljena u sledeca poglavlja na osnovu oblasti primene pomenutih metoda:
a) Poglavlje 1- je uvod u kome su ukratko prikazane teme istrazivanja, ciljevi i polazne
hipoteze;
b) Poglavlje 2- u okviru ovog poglavlja koje se bavi metodologijom sprovedenog
istrazivanja prikazan je radni tok uopstene primene metoda masinskog ucenja
(klasifikacije i regresije), primena metoda prognoziranja i analize vremenskih serija kao

I razli¢itih statistickih metoda. Poglavlje metodologije je prikazano u opstim uslovima



kako bi ¢italac dobio jasnu sliku da su metode masinskog ucenja i druge primenjene
metode usko povezane sa statistikom i sa namerom da se poglavlje metodologije
prikaze na intuitivan nacin.

c) Poglavlje 3- tre¢e poglavlje se bavi rezultatima sprovedenih istrazivanja. Rezultati su
grupisani prema oblastima istrazivanja i prikazani u Cetiri potpoglavlja;

d) Poglavlje 4- diskusija rezultata i predlog buduéih istraZivanja prikazani su u ¢etvrtom
poglavlju i

e) Poglavlje 5- u kome su data zaklju¢na razmatranja ove doktorske disertacije.

Disertacija predstavlja skup cetiri razli¢ite grupe primene metoda vodenih podacima i rezultat
je visegodi$njeg rada vezanog za pronalazenje I primenu ovih metoda na razliCite vrste
(geo)podataka. Cilj disertacije je da prikaze obradena podruc¢ja primene pomenutih metoda.
Stoga, prilikom prikaza primera obradenih u disertaciji nije se ulazilo u detalje. Kako bi
disertacija ostala fokusirana na glavnu temu, svako poglavlje sadrzi kratak uvodni deo koji
¢itaocu pruza osnovne informacije o datoj pojavi, ali ne i detaljan pregled mehanizma te pojave,

njenog nastanka ili drugih aspekata.

Prilikom pisanja disertacije, u velikoj meri, a takode u odredenim delovima u potpunosti,
koriS¢eni su radovi: Arnaut et al., 2023a, b, c; Arnaut et al., 2024a, b, c, Arnaut et al., 2025 i
Arnaut, 2024.



2. Teorijske osnove i metodologija

Modelovanje vodeno podacima (eng. Data driven modeling) predstavlja skup statistickih
metoda koje se koriste za modelovanje odabranih procesa na osnovu izmerenih podataka i deo
je Sireg okvira nauke o podacima (eng. Data science). Metode u okviru modelovanja vodenog
podacima pruzaju Sirok spektar informacija, kako u oblasti prirodnih, tako i u oblasti drustvenih
nauka. Nagli razvoj ra¢unarskih tehnologija i povecana dostupnost velike koli¢ine racunarske
memorije doprinose znacajnoj ekspanziji i rastu interesa za ove metode, koje privlace
istrazivace iz razli€itih oblasti nauke i1 privrede. Trenutno, metode modelovanja vodenog
podacima primenjuju se u gotovo svim oblastima nauke i privrede. Neki od poznatih primera
ukljucuju: klasifikaciju nezeljenih elektronskih poruka (eng. Spam emails) (Dada et al., 2019),
velike jezicke modele (eng. Large language models) (Naveed et al., 2023), prognozu
potrodacke aktivnosti (Zuni¢ et al., 2020), klasifikaciju razli¢itih vrsta malignih bolesti
(ZainEldin et al., 2022; Zhang et al., 2023), automobile koji se samostalno voze (Chougle et
al., 2023), i druge. Zajednicka osobina ovih i sli¢nih primera je upotreba postojec¢ih podataka
za modelovanje i dobijanje dodatnih informacija o odredenom procesu ili automatizaciji datog

procesa.

Pored metoda zasnovanih na izmerenim podacima, postoji i drugi tip modela, tzv. numericki
modeli, koji spadaju u modele zasnovane na fizici (eng. Physics based modeling). Za ovaj tip
modela izmereni podaci nisu neophodni, jer se koriste matematicke jednacine za modelovanje
zeljenih procesa. Zbog toga numeri¢ki modeli mogu imati ograni¢enu primenu u reSavanju
odredenih problema koji zahtevaju rad sa realnim podacima. Vazno je napomenuti da modeli
vodeni podacima takode imaju ograni¢enu primenu, koja najvise zavisi od koli¢ine 1 kvaliteta
podataka. Ukoliko nije moguce dobiti izmerene podatke ili je kvalitet izmerenih podataka
upitan, rezultati modelovanja ¢e biti upitnog kvaliteta. Numeri¢ko modelovanje i modelovanje
vodeno podacima imaju svoja specifi¢na podrucja primene, koja zavise od vrste informacija
koje je potrebno dobiti, kao i od vrste, tipa i kvaliteta koris¢enih podataka. Izbor izmedu ova

dva pristupa zavisi od dostupnih podataka, vrste i cilja istrazivanja.

Takode, potrebno je prikazati i prelazne slu¢ajeve kada modelovanje koristi numericke metode,
ali spada pod modelovanje koje je vodeno realnim, odnosno izmerenim podacima. Takav slucaj

je u geofizickoj inverziji, a najpre se odnosi na geofizicku elektrometrijsku inverziju. Prilikom



elektrometrijske inverzije, izmereni podaci predstavljeni su na sekciji izmerenih prividnih
specifi¢nih elektri¢nih otpornosti, dok je cilj numerickog modelovanja da se dobije direktan
model koji proizvodi sekciju teoretski sracunatih prividnih specifi¢nih elektri¢nih otpornosti,
koja najmanje odstupa od sekcije izmerenih prividnih specificnih elektri¢nih otpornosti.
Numericko modelovanje u ovom slucaju koristi se radi optimizacije dobijanja modela nakon
inverzije, ali je proces po svojoj prirodi voden podacima. Sa druge strane, prilikom direktnog
modelovanja, gde se zadaje model podpovrsine, a ocekuje se sekcija teoretski sracunatih
prividnih specifi¢nih elektri¢nih otpornosti, postupak nije voden podacima, ve¢ spada pod
modele zasnovane na fizici procesa. Prema tome, moguce je svrstati geofizicko direktno
modelovanje pod modelovanje zasnovano na fizici, dok geofizicko inverzno modelovanje
spada pod modelovanje vodeno podacima, prema nacinu i prirodi podataka koji se koriste i

generisu.

Metode vestacke inteligencije (eng. Artificial Intelligence), ukljucujué¢i metode masinskog
ucenja (eng. Machine Learning) i metode dubokog uéenja (eng. Deep Learning), trenutno su u
ekspanziji i predstavljaju vrlo aktuelne metode modelovanja vodenog podacima u razli¢itim
oblastima nauke i privrede. Ove metode su u velikom razvoju i privlac¢e znacajno interesovanje
zbog Sirenja i rasta kompjuterskih kapaciteta. Medutim, vazno je napomenuti da ove metode
nisu nove, jer one postoje jo§ od polovine XX veka, ali su postale dostupnije Sirem spektru
istrazivac¢a 1 drugih korisnika zahvaljuju¢i povecanim racCunarskim kapacitetima. Oblasti
primene metoda vestacke inteligencije, masinskog ucenja i slicnih metoda su vrlo $iroke, od
prethodno pomenute klasifikacije nezeljene elektronske poste, do razli¢itih modelovanja u

medicinske svrhe 1 drugih primera koji su ve¢ navedeni.

Pod modelovanjem vodenim podacima potpadaju i modeli prognoziranja vremenskih serija
(eng. Time-series forecasting). Prognoziranje vremenskih serija predstavlja skup razli¢itih
metoda koje koriste izmerene podatke u vremenu za dobijanje buducih (trenutno neizmerenih)
podataka. Metode prognoziranja vremenskih serija razvijaju se od poc¢etka XX veka (Bisgaard
& Kulachi, 2011) i nasle su primenu u razli¢itim oblastima nauke i privrede, kao Sto su:
prognoziranje prenosa virusa COVID-19 (Papastefanopoulos et al., 2020; Somyanonthanakul
et al., 2023), prognoziranje u oblasti energetike (Shakeel et al., 2023a, b), prognoziranje
stepena inflacije (Meyler et al., 1998), i dr. Analiza i prognoziranje vremenskih serija nasli su
Siroku primenu u ekonomiji, te je ¢esto sluc¢aj da se prognoziranje vremenskih serija izu¢ava i

razvija u okviru polja ekonometrije, discipline koja se bavi primenom statistickih metoda
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(primenjene statistike) na ekonomske podatke. Metode prognoziranja i analize vremenskih
serija predstavljaju znacajne statistiCke metode koje se sve vise primenjuju i u drugim nau¢nim

disciplinama i oblastima.

Metode modelovanja vodenim podacima naSle su primenu u oblastima geonauka, gde su
metode masinskog ucenja koriS¢ene za klasifikaciju razlicitih litologija 1 mineralnih sirovina
(Zuo & Carranza, 2023; Carranza & Laborte, 2015a, b; Cracknell & Reading, 2014), kao i za
klasifikaciju razli¢itih vrsta vegetativnog sloja ili prekrivaca zemljiSta (Huang et al., 2002;
Foody & Mathur, 2004; Ham et al., 2005; Waske & Braun, 2009; Cracknell & Reading, 2014).
Podrucja primene metoda vodenih podacima u geonaukama su Sirokog opsega i tema su ovog

rada, pa ¢e detaljan prikaz biti posveéen u narednim poglavljima.

Poglavlje metodologije daje detaljan prikaz metoda masinskog uéenja- klasifikacija, regresija,
transformacije i obrada podataka, modeli, kvantifikacija odstupanja modela i dr., kao i metoda
prognoziranja vremenskih serija- transformacije i obrada podataka, pretpostavke razli¢itih

modela i druge specifi¢nosti koje su vezane za modelovanje i prognoziranje vremenskih serija.

Na kraju, potrebno je naglasiti da je vec¢ina literature koja se bavi maSinskim ucenjem i
prognoziranjem vremenskih serija, zasnovana na matemati¢koj notaciji, prikazujuéi kako
razli¢iti modeli funkcioniSu kroz ovu notaciju. lako to nije pogreSan pristup, on nije
modela. Zbog toga ¢e prikaz modela u ovoj disertaciji biti prikazan kroz uopsteni radni tok
modelovanja. Time ¢e se omoguciti bolje razumevanje na¢ina funkcionisanja modela i
generalno masinskog ucenja, bez preteranog zalaZzenja u matematic¢ku notaciju. Ovim
pristupom smatra se da ¢e Citaocu biti pruzeno intuitivno razumevanje procesa modelovanja,
kao i razlike izmedu razli¢itih modela. Na ovaj nacin dat je uvid u svaki primenjeni postupak,
sa nastojanjem da se ogradi od negativne konotacije vezano za misljenje da je maSinsko ucenje
"crna kutija" (eng. Black box), jer u osnovi predstavlja skup relativno jednostavnih i intuitivnih

statistiCkih postupaka koji su doprineli velikom razvoju u razli¢itim granama nauke i privrede.



2.1. Metode nadgledanog masinskog ucenja

Kao §to je prethodno napomenuto, metode masinskog uc¢enja nisu nove; one su poznate jos od
Cetrdesetih godina XX veka, u radovima Alana Turinga (eng. Alan Turing). Ve¢ pedesetih
godina XX veka razvijen je prvi model- Perseptron (eng. Perceptron), koji se smatra preteom
danasnjih neuronskih mreza (Nikoli¢ & Zecevi¢, 2019). Razvojem kompjuterskih tehnologija,
kao $to su brzi i moéniji procesori, vece koli¢ine racunarske memorije i drugi faktori, masinsko
ucenje je poc¢etkom dvehiljaditih godina dozivelo nagli razvoj. Trenutno, masinsko uc¢enje ima

Siroku primenu u razli¢itim oblastima, kako u nauci, tako i u privredi.

2.1.1. Osnovni pojmovi

Masinsko ucenje u svojoj osnovi predstavlja skup razli¢itih metoda, tehnika, algoritama i
procedura koje imaju cilj da ,,nau¢e* masinu na odredenom skupu podataka, kako bi nakon
toga mogla da primeni steceno ,,znanje* na drugom skupu podataka, bez direktne komunikacije
o medusobnoj povezanosti izmedu podataka ili unutar samih podataka. Budu¢i da masinsko
ucenje nije predstavljeno na najbolji moguc¢i nacin, pre svega zbog svoje sveobuhvatnosti,
preciznije definicije bi¢e date u daljem tekstu. Dobar primer cilja maSinskog ucenja navode
Nikoli¢ i Zedevi¢ (2019), gde se kao primer koristi jedna¢ina F = m X a, koja predstavlja
povezanost sile F (N), mase m (kg) i ubrzanja a (ms™). Do ove jednacine se doslo empirijskim
putem, tj. Covek je morao da prepozna povezanost izmedu tri parametra i dodeli odgovarajuéu
matemati¢ku notaciju. Masinsko ucenje, sa druge strane, ima drugaciji cilj. Na primer, ako se
ne zna povezanost izmedu sile, mase 1 ubrzanja, moguce je odrediti ciljnu promenljivu (eng.
Target variable)- u ovom slucaju silu- i atribute (eng. Features)- masa i ubrzanje. Uz
odgovarajuce podatke i primenu masinskog u¢enja, moglo bi se do¢i do saznanja o povezanosti

atributa sa ciljnom promenljivom, bez prethodnog znanja o vrsti povezanosti.

Ciljna promenljiva u sklopu masinskog ucenja predstavlja vrednost koja se modeluje, odnosno
izlaz modela masinskog ucenja. Definisanje ciljne promenljive jedan je od prvih koraka u
modelovanju masinskim ucenjem, gde istraziva¢ odreduje koji je parametar od znacaja koji
treba modelovati, u zavisnosti od problema koji treba reSiti. U vecini slucajeva ciljna
promenljiva je predstavljena jednim parametrom, ali moze biti i kombinacija dva ili vise
parametara. Naredni korak u modelovanju maSinskim ucenjem je odredivanje atributa,

odnosno grupa podataka koji opisuju ciljnu promenljivu. Ovaj korak se ¢esto naziva otkrivanje
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atributa (eng. Feature discovery) ili inZenjering atributa (eng. Feature engineering). Koraku
otkrivanja atributa bi¢e posveceno posebno paznje u narednim poglavljima, jer se smatra da je
taj korak u trenutno dostupnoj literaturi nedovoljno razraden i delimi¢no zapostavljen, a

predstavlja jedan od kljucnih koraka prilikom modelovanja masinskim u¢enjem.

U prethodnom prikazu ciljne promenljive i atributa moze se uvesti novi pojam koji se odnosi
na vrstu modela masSinskog uc¢enja. Nadgledano (eng. Supervised) masinsko ucenje predstavlja
vrstu masinskog ucenja u kojoj su u podacima poznati ulazi (atributi) 1 izlaz (ciljna
promenljiva). Ova vrsta masinskog ucenja podrazumeva postojanje ciljne promenljive koja
predstavlja izlaz za atribute. Drugim rec¢ima, nadgledano masinsko ucenje mapira vrednosti
atributa na izlaz, ¢ime se modeluje izlazna promenljiva. Drugi tip masinskog ucenja je
nenadgledano (eng. Unsupervised) masinsko ucenje, gde ne postoji ciljna promenljiva, ve¢ se
od masine ocekuje da sama ,,donese zaklju¢ke* o podacima. Najvecu primenu je pronaslo

nadgledano masinsko ucenje, a koje je i koris¢eno u svim primerima ove doktorske disertacije.

Prema vrsti podataka, razlikuju se numericki podaci (eng. Numerical data)- celi brojevi (eng.
Integer) i brojevi sa zarezom (eng. Float); kategoricne podatke (eng. Categorical data)-
nominalne (eng. Nominal) klase, koje nemaju odredeni medusobni rang (npr. boje, imena itd.),
i ordinalne (eng. Ordinal) klase, koje imaju odredeni medusobni rang (npr. nisko, srednje,
visoko, vrlo visoko itd.); te binarne (eng. Binary) podatke, koji su obi¢no predstavljeni sa 1 ili
0, “da” ili “ne”, itd. U zavisnosti od vrste ciljne promenljive, modeli masinskog uc¢enja mogu
se koristiti u svrhu regresije, ukoliko je ciljna promenljiva predstavljena numerickim podacima,
ili u svrhu klasifikacije, ukoliko je ciljna promenljiva predstavljena kategori¢nim ili binarnim
podacima. Razli¢ite svrhe modela (klasifikacija ili regresija) zahtevaju razliCite postupke

transformacije, obrade i razli¢ite mere ocene kvaliteta modela.

2.1.2. Radni tok nadgledanog masinskog ucenja

Nakon definisanja osnovnih pojmova u masinskom ucenju i podela maSinskog ucenja na
klasifikaciju 1 regresiju, od kojih svaki ima svoje specifi¢nosti, mogucée je prikazati
generalizovani radni tok modelovanja masinskim ucenjem (Slika 1). Kroz dati radni tok bice
prikazane razlicite vrste obrade, transformacije, mere ocene kvaliteta modela, kao i sami

modeli masinskog ucenja. Odredeni pojmovi koji su prikazani u okviru generalizovanog
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radnog toga masinskog ucenja se takode mogu videti u drugim izvorima (npr. Samardzi¢-

Petrovi¢, 2014; Brink et al., 2016).

2.1.2.1.  Definisanje problema nadgledanog masinskog ucenja

Definisanje problema nadgledanog masinskog ucenja predstavlja jedan od prvih koraka u
radnom toku masinskog ucenja. Prilikom ovog koraka, poCetni podaci se analiziraju kako bi se
stekao uvid u vrstu masinskog ucenja koje ¢e biti primenjeno- klasifikaciju ili regresiju.
Takode, u ovom koraku se analizira i koli¢ina podataka koja je dostupna istrazivacu, te se
odlucuje da li je potrebno progiriti set podataka i/ili poveéati njihov kvantitet. Sto se tice
kvantiteta podataka, ne postoji tacno definisan broj podataka koji predstavlja granicu za
kori$¢enje metoda masinskog ucenja. Potreban kvantitet podataka u velikoj meri zavisi od
problema koji se istrazuje, kvaliteta podataka (gde je potreban veci broj podataka ako su podaci
optere¢eni Sumom), odabrane metode (pri cemu metode dubokog ucenja i neuronske mreze
zahtevaju veci broj podataka nego klasicne metode masinskog ucenja), kao i varijacija u samim
podacima i medusobnog odnos ciljne promenljive i atributa. Takode, moze se voditi logikom
"Sto vise podataka, to bolje", $to predstavlja validnu pretpostavku u okviru masinskog ucenja.
Medutim, istrazivac treba voditi racuna o trenutku kada se dostigne tacka opadajuc¢eg doprinosa
(eng. Point of diminishing returns), gde dodavanje novih uzoraka ne povecava kvalitet modela,

a ujedno povecava utroseno ra¢unarsko vreme za modelovanje.

2.1.2.2.  Otkrivanje atributa

Nakon odabira klasifikacije ili regresije, u zavisnosti od cilja istraZivanja i ciljne promenljive,
naredni korak je otkrivanje atributa. Otkrivanje atributa predstavlja jedan od najvaznijih koraka
u masinskom ucenju, te ¢e tom koraku kroz ceo rad biti posvecena posebna paznja. Na samom
pocetku, potrebno je detaljno definisati znacaj atributa za maSinsko ucenje. Prilikom
modelovanja ciljne promenljive, modeli maSinskog ucenja modeluju ciljnu promenljivu prema
varijacijama atributa. Time se dolazi do zakljucka da upravo atributi imaju klju¢nu ulogu u
uspesnosti modelovanja ciljne promenljive. Zbog toga, odabir atributa treba da se vrsi sa
velikom paznjom, uz adekvatan izbor atributa prema domenskom znanju o pojavi koja se
modeluje. Kao primer za odabir atributa moze se uzeti modelovanje koncentracije zagadujucih
materija U vazduhu, na primer, koncentracija &estica do 2.5 pm/m® (PMzs). Prilikom

modelovanja koncentracije finih ¢estica u vazduhu (ciljna promenljiva), potrebno je analizirati
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koji drugi parametri mogu uticati na njeno povecanje ili smanjenje, odnosno varijaciju. Stoga,
u literaturi 0 modelovanju ili prognoziranju koncentracije zagadujuc¢ih materija u vazduhu
masinskim ucenjem Cesto se susreCu atributi poput: drugih parametara koncentracije
zagadujuc¢ih materija u vazduhu (koncentracija ¢estica do 10 pum/m?, koncentracija NOz, SOz,
CO, 05 1dr.), meteoroloskih podataka (temperatura, vlaznost vazduha, padavine, pritisak i dr.),
podataka o saobrac¢aju u blizini merne stanice (jer je poznato da intenzitet saobracaja uti¢e na
koncentraciju zagaduju¢ih materija u vazduhu), kao i podataka o vremenu (vreme u danu, dan
u nedelji, nedelja u godini, mesec u godini itd.), poSto je poznato da ljudska aktivnost zavisi od
perioda u danu, nedelji i mesecu, Sto se takode moze odraziti na preciznost modela masinskog
ucenja. Prethodni primer ilustruje koji svi parametri mogu posluziti kao atributi za modelovanje
masinskim uc¢enjem. Uopsteno, za druge probleme koji se mogu resavati, potrebno je odrediti

relevantne atribute za datu ciljnu promenljivu.

Nakon otkrivanja svih relevantnih atributa, a pre podele seta podataka na trening- test ili
trening- test- validacija, moguce je, po potrebi, izvrSiti proguS¢avanje podataka, odnosno
povecanje kvantiteta podataka u setu. Ovaj korak treba preduzeti sa dozom rezerve i odluciti
se za njega samo ako nije moguce povecati broj uzoraka na neki drugi nacin. PosSto ¢e u
narednim poglavljima biti re¢i o povecanju broja uzoraka, ovde ¢e biti prikazana jedna od
mogucih metoda za takvu vrstu obrade podataka. Progu$¢avanje uzoraka moguce je uraditi na
osnovu raspodele vrednosti za dati atribut 1/ili ciljnu promenljivu. Jedna od metoda ukljucuje
povecanje broja uzoraka primenom ocene gustine raspodele pomocu funkcije jezgra (eng.
Kernel density estimation). Upotrebom ove metode ocenjuje se raspodela odabranog
parametra, nakon ¢ega se generiSu sinteticki podaci iz originalne raspodele, pri ¢emu broj
sintetickih podataka definiSe istrazivac. Drugim refima, ocenjuje se raspodela odabranog
parametra, a zatim se iz nje izvla¢i n sinteti¢kih uzoraka. Nakon dobijanja seta sinteti¢kih
podataka, potrebno je izvrSiti test poklapanja originalne raspodele 1 sinteticke raspodele. Za tu
svrhu moze se koristiti neparametarski Kolmogorov-Smirnov test (Berger & Zhou, 2014), koji
proverava da li dva seta podataka prate istu raspodelu. Interpretacija Kolmogorov-Smirnov
testa zasniva se na p-vrednosti (eng. p-value), pri ¢emu, ako je p- vrednost veca od 0,05, ne
postoji dovoljno statistickog osnova da se odbije nulta hipoteza, $to znaci da su raspodele
verovatno sli¢ne ili iste. Sa druge strane, ako je p-vrednost manja od 0,05, postoji dovoljno
statistiCkog osnova da se odbije nulta hipoteza, §to ukazuje da su raspodele verovatno razlicite
(Virtanen et al., 2020). Takode, pored Kolmogorov-Smirnov testa, poZeljno je uraditi vizuelni

prikaz originalnih i sintetickih podataka, kao i analizirati osnovne parametre deskriptivne
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statistike (srednja vrednost, medijana, modalite t, koeficijent asimetrije, koeficijent

spljostenosti i dr.) radi provere poklapanja.

2.1.2.3. Podela natrening i test set podataka

Za modele masinskog u¢enja karakteristi¢no je da se "uc¢e" odnosno treniraju na jednom setu
podataka, da bi se zatim testirali i/ili validirali na drugom setu podataka. Zbog toga je potrebno
uvesti tri nova termina: trening set, test set i validacioni set podataka. Trening set podataka
predstavlja skup podataka koji algoritam masinskog ucenja koristi da "nauc¢i" povezanost
izmedu atributa 1 ciljne promenljive. U literaturi se Cesto nalaze razlicite podele na trening i
test set podataka, pri ¢emu se obicno navodi da trening set treba da sadrzi 80% celokupnog seta
podataka, dok test set sadrzi 20%. Kao i u prethodnom primeru koji se odnosi na koli¢inu
podataka, podela izmedu trening i test seta podataka ne moze biti striktno definisana, te
istraziva¢ moze koristiti razlicite veli€ine trening i test setova, ukoliko to dozvoljava ukupna
koli¢ina podataka. Takode, treba spomenuti 1 validacioni set podataka, koji predstavlja treci
skup podataka koji nije ukljucen u trening modela. Model se "u¢i" na trening setu i testira na
test setu, dok se koristi za optimizaciju hiperparametara. Validacioni set podataka je odvojen

na pocetku 1 koristi se za testiranje modela na prethodno nevidenim podacima, tek kada su

hiperparametri odredeni.

U prakti¢nim uslovima, validacioni set nije uvek koris¢en, ali ako podaci dozvoljavaju takvu
podelu, predstavlja dobar nain za proveru modela. Vazno je napomenuti da postoji
potencijalna greska prilikom odredivanja trening i test seta. Podaci u trening setu ne bi trebali
biti isti kao podaci u test setu. Drugim rec¢ima, model se trenira na jednom skupu podataka, ali
ne bi trebao da se testira na tom istom skupu ili na podskupu trening setal. Ova situacija opisuje
pojavu curenja podataka (eng. Data leakage), Sto predstavlja problem i gresku prilikom
modelovanja. Curenje podataka obicno se ispoljava kroz veoma visoke vrednosti mera
kvaliteta modela (preciznost, ta¢nost 1 dr.), ¢ime dolazi do precenjivanja sposobnosti modela.
Ukoliko dode do curenja podataka na test setu, validacioni test treba da pokaze nize ili viSe
vrednosti mera kvaliteta modela u odnosu na one dobijene na test setu, pod uslovom da podaci

za validaciju nisu deo trening seta. Zbog toga je najbolje, kao Sto je prikazano na slici 1, u

1 U ovoj disertaciji bi¢e prikazan primer gde se koristi trening set podataka i za testiranje modela. Uz odgovarajuée
pristrastnosti i pretpostavke, ovakav pristup je uspe$no primenjen.

13



pocetku odvojiti trening, test, ili trening- test- validacioni set podataka, i potvrditi da nijedan

od tih setova ne sadrzi podatke iz drugih setova.

2.1.2.4. Balansiranje klasa i transformacije podataka

Prva razlika prikazana na slici 1 izmedu klasifikacije i regresije (izuzev tipa podataka ciljne
promenljive) odnosi se na transformacije podataka pre modelovanja. U slucaju klasifikacije,
uobicajena transformacija je balansiranje klasa ciljne promenljive u trening setu podataka. U
slu¢aju binarne klasifikacije, odnos klasa u trening setu podataka ciljne promenljive treba da
bude $to blizi 50- 50%. Ukoliko je odnos klasa drugaciji, Sto je Cesto slucaj, potrebno je
primeniti odgovarajuce transformacije. Ako kvantitet podataka i vrsta modelovanja to
dozvoljavaju, moguce je izvrsiti jednostavnu transformaciju nasumi¢nog poduzorkovanja (eng.
Random undersampling) na klasu koja je prezastupljena u podacima (Batista et al., 2004).
Nasumicno poduzorkovanje, u tom slucaju, nasumi¢no uklanja odredeni broj podataka ciljne
promenljive (i atributa) dok obe klase ne postanu ravnomerno zastupljene u trening setu
podataka (Hasanin & Khoshgoftaar, 2018; Saripuddin et al., 2021). Sa druge strane, ako
kvantitet podataka i vrsta modelovanja ne dozvoljavaju primenu nasumi¢nog poduzorkovanja,
mogu se koristiti druge tehnike, kao §to je preuzorkovanje manjinske klase (eng. Synthetic
Minority Oversampling Technique- SMOTE). U slucaju regresije, transformacije podataka
mogu obuhvatiti logaritamsku transformaciju (logaritamska vrednost ciljne promenljive),
transformaciju pomocu prirodnog korena (kvadratni, kubni ili drugi koren ciljne promenljive),
diferencijaciju podataka radi dobijanja stacionarnosti ukoliko su podaci predstavljeni kao
vremenska serija, itd. Detaljniji prikaz transformacija podataka u slucaju regresije bi¢e dat u

poglavlju koje se bavi modelovanjem vremenskih serija.

Nakon zavrSetka transformacija podataka 1 dobijanja finalnih setova podataka koji sluze kao
osnova za modelovanje, naredni korak je samo modelovanje, odnosno odabir modela
masinskog ucenja i njegova optimizacija kroz hiperparametre. U nastavku ¢e biti prikazani
modeli: Slu¢ajne Sume (eng. Random Forest), stabla odlu¢ivanja (eng. Decision trees),
ekstremno povecanje gradijenta (eng. Extreme gradient boosting), K-najblizih suseda (eng. K-
nearest neighbors), kao i biblioteka niskog kodiranja Pajkaret (eng. PyCaret), koja sadrzi

ukupno 15 razli¢itih modela masinskog ucenja.
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2.1.25. Model stabla odlu¢ivanja (eng. Decision tree)

Stabla odlucivanja (eng. Decision trees) predstavljaju vrlo jednostavne modele koji se koriste
za klasifikaciju i regresiju. Stabla odlu¢ivanja su preteca slucajnih Suma (eng. Random Forest)
i kao takva, ne nalaze ¢esto primenu, jer model slu¢ajnih Suma reSava mane koje se javljaju
kod modela stabla odlucivanja. Sa druge strane, modeli stabla odlucivanja su vrlo
interpretabilni 1 kao takvi predstavljaju odlicnu polaznu tacku za prihvatanje koncepta
masinskog ucenja, kao 1 za relativno male setove podataka gde je potrebno detaljno pratiti tok

rada modela.

Stabla odlucivanja se sastoje od korena (eng. Root node) koji sadrzi informacije o svim
atributima i ciljnoj promenljivoj. 1z korena se definiSu grane i ¢vorne tacke na osnovu podele
izabranog atributa, na nacin da ciljna promenljiva bude §to homogenija. Homogenost ciljne
promenljive definiSe se kao preovladivanje jedne Kklase u ciljnoj promenljivoj nakon podele.
Podela se vrsi koriS¢enjem razli¢itih indeksa, pri ¢emu je najc¢eS¢e koriS¢en Dinijev indeks
(eng. Gini index), a mogu se koristiti i entropija ili varijansa. Algoritam stabla odlu¢ivanja vrsi
podele atributa do trenutka kada u listu grane (eng. Terminal node) preovlada $to blize jedna
klasa, ili u slu¢aju postojanja druge klase, predikcija se vrsi na osnovu glasanja, gde veéina
predstavlja odabranu predikciju modela. Hiperparametri stabla odlu¢ivanja mogu ukljucivati
maksimalnu dubinu stabla ili minimalni broj podataka u ¢voru, pri ¢emu je faktor zaustavljanja
modela definisan od strane korisnika. Drugim re¢ima, model stabla odluc¢ivanja deli podatke
prema atributima na nacin da se vr§i homogenizacija ciljne promenljive, tako da u listovima
stabla preovladava jedna klasa. Prilikom testiranja modela, novi atributi koje model nije video
propustaju se kroz stablo odlu¢ivanja koje je napravljeno tokom treninga modela, Sto

omogucava dobijanje predikcija na podacima koje model nije prethodno video.

Prednosti stabla odlucivanja ogledaju se u njegovoj jednostavnosti, interpretabilnosti i brzini
dobijanja rezultata, jer model moze na vrlo jednostavan nacdin pruziti istrazivacu ZzZeljene
predikcije na nacin koji je lako pratiti 1 objasniti. Sa druge strane, stabla odluc¢ivanja nemaju
dovoljno kapaciteta za slozenije skupove podataka gde je odnos izmedu atributa i1 ciljne
promenljive kompleksan, sklona su pretprilagodavanju (eng. Overfitting), a kod velikih

skupova podataka interpretabilnost moze postati kompleksnija.
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2.1.2.6.  Model slu¢ajnih Suma (eng. Random Forest)

Model slucajnih Suma (eng. Random forest) predstavlja jedan od najkori$¢enijih modela
masinskog ucenja opste namene za klasifikaciju i regresiju. Model slu¢ajnih Suma prvi put je
prikazan od strane Brejmana (Breiman, 2001) kao ansambl stabala odlucivanja (skup vise
stabala odlucivanja), ¢cime su prevazidene mane koje imaju pojedinac¢na stabla odlu¢ivanja. Od
trenutka prvog prikazivanja modela 2001. godine, model sluc¢ajnih Suma nasao je primenu u
svim delovima nauke i privrede i trenutno je prisutan u gotovo svakom kompjuterskom paketu

razvijenom za potrebe masinskog ucenja (npr. JASP, Weka itd.).

Model slu¢ajnih Suma koristi metodu ponovnog uzorkovanja sa zamenom (eng. Bootstrap with
replacement) na originalnom skupu podataka, uzimajuéi oko dve tre¢ine podataka, koji se
zatim dele na odredeni broj podgrupa. Za svaku podgrupu podataka primenjuje se jedno stablo
odlucivanja, pri cemu se ne koristi ceo set atributa, ve¢ samo odredeni broj. Na primer, jedno
stablo odlu¢ivanja moze koristiti atribute 1, 51 9, dok drugo stablo, stvoreno za drugi uzorak
podataka, koristi atribute 2, 4 1 7. Kao i u prethodnim primerima, stablo odlu¢ivanja koristi
odredeni indeks za podelu prema atributima, kako bi ciljna promenljiva nakon podele bila sto
homogenija. Nakon odredenog broja podela, kada dalje deljenje podataka ne bi imalo smisla
ili nakon dostizanja maksimalnog dozvoljenog broja podela, model se zaustavlja i novi podaci
se dovode. Novi podaci su podaci iz originalnog skupa koji nisu nasumicno izabrani za grupe
podataka iz kojih je stablo odlucivanja stvoreno (oko jedne treé¢ine podataka), a nazivaju se
,,out-of-bag uzorcima“. Potreba za novim podacima javlja se u svrhu ra¢unanja greske modela,
poznate kao ,,out-of-bag error (eng. OOB error), odnosno za internu validaciju modela.
Predikcije se generiSu na osnovu veceg broja prognoza modela, pri ¢emu se u slucaju
klasifikacije vrsi izbor finalne predikcije glasanjem (eng. Voting), dok se u slucaju regresije

finalna predikcija vrsi osrednjavanjem.

Prednosti modela sluc¢ajnih Suma ogledaju se u tome Sto, zahvaljujuci koris¢enju veéeg broja
stabala odlucivanja na razli¢itim podskupovima podataka, gde svaki podskup koristi drugaciju
kombinaciju atributa za zajednicku ciljnu promenljivu, greske su slabije korelisane za svaki
podskup. Takode, prilikom generisanja predikcija, model stvara veci broj predikcija (jednak
broju podskupova podataka), koje se u slucaju klasifikacije obracunavaju kao glasanje, a u

slucaju regresije kao osrednjavanje. Ovaj pristup generisanju predikcija omogucio je modelu
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slu¢ajnih Suma da postane jedan od najceS¢e primenjivanih modela. Sa druge strane,

interpretabilnost modela slu¢ajnih Suma, posto predstavljaju ansambl stabala, nije moguca.

2.1.2.7. Model ekstremnog povecanja gradijenta (eng. Extreme Gradient Boosting)

Model ekstremnog povecanja gradijenta (eng. Extreme Gradient Boosting- XGB), kao i model
slucajnih Suma, predstavlja ansambl stabala odlucCivanja. Model ekstremnog povecanja
gradijenta prikazan je prvi put 2016. godine (Chen & Guestrin, 2016) i postao je jedan od

najcesce primenjivanih modela masinskog ucenja u razli¢itim oblastima.

Razlika izmedu ekstremnog povecanja gradijenta i slucajnih Suma ogleda se u radnom toku
modela. Model slucajnih Suma paralelno gradi stabla odlu¢ivanja na podskupovima
originalnog skupa podataka, dok model ekstremnog povecanja gradijenta vrsi predikcije tako
Sto u inicijalnom koraku prognozira sve vrednosti da budu ista klasa, tj. jedna klasa ciljne
promenljive. Nakon toga, sracunava se funkcija gubitka (eng. Loss function) i izraCunavaju
prvi i drugi izvodi za svaki podatak. Ovi izvodi se koriste prilikom izgradnje prvog stabla
odlucivanja, kako bi se odredilo prema kom atributu bi se vrsila podela na nacin da se funkcija
gubitka smanji. Nakon izgradnje prvog stabla odlu¢ivanja, predikcije se resetuju prema
predikcijama tog stabla. Prethodno opisani koraci se iterativno ponavljaju, tako da svako
naredno stablo odlucivanja koriguje greske prethodnog stabla, tj. greSke koje prethodno stablo
nije ispravilo u odnosu na inicijalne prognoze. Iterativno ponavljanje se vr$i dok smanjenje
funkcije gubitka ne postane zanemarljivo. Nakon §to su sva stabla odlu¢ivanja odredena, model
koristi ponderisanu sumu za finalnu predikciju, za razliku od modela slu¢ajnih Suma koji koristi

glasanje (klasifikacija) ili osrednjavanje (regresija).

2.1.2.8.  Model K- najblizih suseda (eng. K- Nearest Neighbors)

Model K-najblizih suseda (eng. K- nearest neighbors) je prvi model koji je prikazan u ovom
sklopu, a koji nije zasnovan na stablima odluc¢ivanja. Model K- najblizih suseda jedan je od
najjednostavnijih modela masinskog ucenja, koji se ¢eSc¢e koristi za klasifikaciju nego za
regresiju. Prognoza sa metodom K- najbliZih suseda vrsi se tako §to algoritam za podatak iz
test seta podataka pronalazi najsli¢nije podatke prema atributima iz trening seta i1 pridruzuje

mu klasu koja se najéeSce javlja medu tim podacima.
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U modelu K- najblizih suseda ne postoji tradicionalno treniranje modela, kao $to je to slucaj sa
modelima slucajnih Suma ili ekstremnog povecéanja gradijenta. Umesto toga, vr$i se poredenje
novog podatka sa sliénim podacima u trening setu. Takode, poSto ne postoji trening modela,
ne vrSi se ni optimizacija modela kao kod modela ekstremnog povecanja gradijenta.
Interpretabilnost modela K- najblizih suseda nije moguca, ba$ kao ni kod modela slucajnih
Suma. Pored toga, model K- najblizih suseda pokazuje generalno loSije rezultate u
prognoziranju u poredenju sa drugim modelima, ali moze dati zadovoljavajuce rezultate u
nekim slucajevima, iako je jednostavan. Takode, model K- najblizih suseda je osetljiv na
vrednosti podataka, pa je preporucljivo skalirati podatke (normalizacija ili standardizacija) pre
njegove primene. Potrebno je naglasiti da model K- najblizih suseda ima losije performanse u
slucaju velikog broja atributa (eng. The curse of dimensionality), te je potrebno ili izdvojiti
relevantne atribute ili primeniti redukciju dimenzionalnosti atributa (eng. Dimensionality

reduction).

2.1.2.9. Biblioteka PyCaret

Prethodno prikazani modeli masSinskog ucenja predstavljaju modele koji su vrlo cesto u
upotrebi i dobro poznati u literaturi. Sa druge strane, postoje biblioteke koje sadrze skupove
modela, a koje su napravljene za brzo treniranje i laku implementaciju modela u nastavku
procesa. PyCaret biblioteka za programski jezik Pajton (eng. Python) predstavlja biblioteku
niskog koda (eng. low- code library) koja je razvijena za potrebe masSinskog ucenja.
Jednostavna implementacija veceg broja modela predstavlja znacajnu prednost ove biblioteke,
zbog Cega je izabrana za koriS¢enje. Izlaz nakon treniranja modela prikazuje mere kvaliteta
modela, koje se dobijaju nakon kros-validacije za svaki model. Pored modela slu¢ajnih Suma,
ekstremnog povecanja gradijenta, stabala odluc¢ivanja 1 K-najblizih suseda, u sklopu ove
biblioteke nalazi se jo§ 12 modela, medu kojima su: Logisticka regresija, Ridge klasifikator,
Linearno diskriminantna analiza, Naivni Bajes, CatBoost Kklasifikator, Klasifikator
gradijentnog pojacanja, Ada Boost klasifikator, Extra Trees klasifikator, Kvadratna
diskriminantna analiza, Light Gradient Boosting Machine, Dummy Kklasifikator, SVM-

Linearna jezgra.

Na kraju, treba napomenuti da, pored implementacije individualnih modela ili grupa modela,

kao Sto je slu¢aj sa PyCaret bibliotekom u izabranom programskom jeziku, moguce je koristiti
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1 gotova softverska reSenja poput JASP-a, Weka 1 drugih, koji takode nude veliki broj modela

korisnicima na vrlo intuitivan nacin, opremljen sa korisnickim interfejsom.

2.1.2.10. Optimizacija hiperparametara

Optimizacija hiperparametara (eng. Hyperparameter optimization ili Hyperparameter tuning)
predstavlja jedan od kljuénih koraka prilikom treniranja modela. U zavisnosti od
implementiranog algoritma, razliciti hiperparametri mogu biti optimizovani. U praksi postoje
dva nacina koji se mogu koristiti za pronalazenje najoptimalnijih hiperparametara: potrazivanje

hiperparametara prema gridu (eng. Grid Search) i nasumi¢no (eng. Random Search).

Potrazivanje hiperparametara prema gridu predstavlja najtemeljniji naéin potrazivanja
hiperparametara datog modela. Prakti¢no, ovaj metod zahteva definisanje pocetnih parametara,
krajnjih parametara i intervala po kojem se parametri pretrazuju. Na primer, za algoritam
slu¢ajne Sume, potrazivanje prema gridu bilo bi definisano kao pocetni broj stabala X, krajnji
broj stabala Y i interval Z. Parametre X, Y i Z mogucée je definisati prema potrebama
istrazivanja. Na primer, moze biti potrebno pretraziti prostor hiperparametara koji pocinje sa
50 stabala, zavrSava sa 500 stabala, a interval je 25 stabala. U tom slu¢aju, model ¢e pretraZiti
ukupno 19 modela. Kada se koristi potraZivanje hiperparametara prema gridu, ukupan broj

modela moZe se dobiti pomocu sledece jednacine:

krajnji hiperparametar — pocetni hiperparametar)

)+ 1. (1)

ukupan broj modela = ( interval

U slu€aju nasumicnog potraZivanja hiperparametara potrazivanje u definisanom prostoru
nasumicno odabira vrednosti datog hiperparametra za testiranje. Ukupan broj modela za
testiranje zavisi od ukupnog broja modela koji istraziva¢ definiSe. Drugim recima, definiSu se
pocetni 1 krajnji interval, kao i ukupan broj modela. PotraZivanje se vrS§i nasumicnim
izvlaenjem vrednosti u datom regionu, gde je ukupan broj modela definisan od strane

istrazivaca.
U prakti¢nim uslovima nije moguce dati preciznu definiciju koja metoda je bolja; sve zavisi od

seta podataka, cilja istrazivanja i raunarskih resursa. Sa druge strane, potraZivanje prema

gridu, ukoliko je prostor hiperparametara ili set podataka veliki, ili interval mali, moze
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zahtevati veliko raCunarsko vreme i resurse. U tom slucaju, nasumi¢no potrazivanje je bolja

opcija.

Prethodno su prikazani razli¢iti modeli masinskog ucenja, ali nije bilo re¢i o optimizaciji
hiperparametara, niti o hiperparametrima koje razli¢iti modeli pruzaju za optimizaciju. U
slucaju stabla odlucivanja, kao hiperparametar za optimizaciju moze se koristiti Kriterijum
zaustavljanja, dok je kod modela slu¢ajnih Suma broj stabala jedan od glavnih hiperparametara.
Broj stabala kod slucajnih Suma je interesantan hiperparametar jer veée vrednosti tog parametra
obi¢no poboljSavaju sposobnost modela u zadatom zadatku, ali na ustrb racunarskog vremena
(Nikoli¢ & Zecevi¢, 2019). Kod modela ekstremnog povecanja gradijenta, broj stabala je
takode jedan od glavnih hiperparametara, kao i stopa ucenja (eng. Learning rate). Vrednosti
stope ucenja obicno se kre¢u od 0 do 1, pri ¢emu se najcesce koriste male vrednosti, npr. od
0,01 do 0,3. U modelu K- najblizih suseda klju¢ni hiperparametar predstavljen je brojem
najblizih suseda ili K- vredno$¢u. U biblioteci PyCaret, optimizacija hiperparametara je vec¢
definisana u pozadini algoritma, te se prilikom rangiranja modela prikazuju optimizovane
vrednosti tih modela. Takode, prilikom testiranja datog modela mogude je koristiti njegovu

najoptimizovaniju verziju, ¢ime se olakSava proces modelovanja.

Na kraju, treba naglasiti da odabir odgovarajuceg hiperparametra u velikoj meri utice na ta¢nost
modela, te je od velikog znacaja posvetiti posebnu paznju ovom koraku prilikom modelovanja.
Kod kompleksnijih modela, optimizacija hiperparametara je slozenija. Primer za to moze biti
grupa modela kao $to su stabla odlucivanja, slucajne Sume i ekstremno povecanje gradijenta.
Optimizacija hiperparametara kod stabla odlucivanja je najjednostavnija, dok slucajne Sume
imaju viSe hiperparametara, od kojih je glavni broj stabala. Kod ekstremnog povecanja
gradijenta, dva glavna parametra su broj stabala 1 stopa u€enja. Ovaj primer pokazuje da, kako
se povecava kompleksnost modela, tako raste i kompleksnost odabira odgovaraju¢ih
hiperparametara. Na krajnjem delu spektra nalaze se metode vesStacke inteligencije, kao $to su
neuronske mreZe, koje imaju veci broj hiperparametara za optimizaciju, zbog cega je kod njih
posebno vazno pazljivo odabrati sve hiperparametre. Optimizacija hiperparametara je ista u

slucaju klasifikacije i regresije.

21



2.1.2.11. Mere kvaliteta modela klasifikacije

Prilikom testiranja i validacije modela, atributi u test i/ili validacionom setu podataka koriste
se za dobijanje vrednosti klasa na osnovu prethodno stecene spoznaje iz trening seta podataka.
Test set podataka (kao i validacioni set podataka) sadrze vrednosti ciljne promenljive, ali te
vrednosti se ne koriste za obu¢avanje modela, ve¢ za kvantifikaciju mere kvaliteta modela.
Mere kvaliteta modela u slucaju klasifikacije mogu biti: matrica konfuzije (eng. Confusion
matrix), tac¢nost (eng. Accuracy), preciznost (eng. Precision), osetljivost ili stopa ta¢no
pozitivnih instanci (eng. Sensitivity ili true positive rate), stopa lazno pozitivnih instanci (eng.
False positive rate), stopa laznih otkri¢a (eng. False discovery rate), Metjuzov koeficijent
korelacije (eng. Matthews correlation coefficient), povrsina ispod AUC krive (eng. Area under
the Reciever Operating Characteristic (ROC) curve), F1-mera (eng. F1-Score), negativna
prediktivna vrednost (eng. Negative predictive value), stopa tatno negativnih instanci (eng.
Specificity ili True negative rate), stopa lazno negativnih instanci (eng. False negative rate) i

statistiCka jednakost (eng. Statistical parity).

Matrica konfuzije predstavlja prvi vid evaluacije modela nakon dobijanja rezultata sa test ili
validacionog seta podataka i1 takode je osnova za raunanje drugih navedenih parametara
kvaliteta evaluacije modela. Matrica konfuzije se dobija poredenjem stvarnih vrednosti ciljne
promenljive sa izlazom ciljne promenljive iz modela. U slucaju binarne klasifikacije, matricu

konfuzije mogucée je prikazati primerom iz tabele 1.

Tabela 1. Matrica konfuzije u sluc¢aju binarne klasifikacije

Prognizirane
vrednosti

Pozitivno | Negativno

Istinite | Pozitivno TP FN
vrednosti Negativno ) ™

Matrica konfuzije u slucaju binarne klasifikacije data je u tabeli 1, prikazuje Cetiri mogucnosti
za klasifikaciju izlaza modela ciljne promenljive. Ta¢no pozitivna (TP) vrednost predstavlja
instancu koja je okarakterisana kao pozitivna u test setu podataka 1 tacno je klasifikovana od
strane modela. Ta¢no negativna (TN) vrednost predstavlja instancu koja je okarakterisana kao
negativna u test setu podataka i takode je tacno klasifikovana od strane modela. Sa druge strane,

laZzno negativna (FN) predstavlja instancu koja je okarakterisana kao pozitivna u test setu
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podataka, ali je prognozirana kao negativna. Lazno pozitivna (FP) predstavlja instancu koja je
okarakterisana kao negativna u test setu podataka, a klasifikovana je od strane modela kao
pozitivna vrednost. U ovom primeru, moguce je zameniti pozitivne i negativne instance sa
vrednostima 1 i O (binarne vrednosti), odgovorima "Da" ili "Ne" itd. U slucaju idealnog
klasifikatora, koji u praksi ne bi trebalo da postoji, vrednosti TP i TN bile bi jednake pozitivnim
I negativnim vrednostima u test setu podataka, dok bi FP i FN vrednosti bile jednake 0. U
prakti¢nim uslovima, takav ishod je vrlo retko slucaj i obi¢no predstavlja indikaciju da je doslo
do curenja podataka, ili da u atributima postoji vrednost koja predstavlja ciljnu promenljivu

(takode vid curenja podataka).

Parametar tacnosti se racuna iz matrice konfuzije na sledeéi nacin:

(TP+TN)

tacnost = m . (2)

Moguce je dati i formalnu definiciju parametra tacnosti, koja predstavlja odnos tacno
klasifikovanih instanci modela naspram svih klasifikovanih instanci. Vrednosti ta¢nosti se

kre¢u u rasponu od 0 do 1, gde vrednost 1 predstavlja idealan klasifikator.

Parametar preciznosti predstavlja odnos TP i FP vrednosti, odnosno:

TP
TP+FP ' ©)

preciznost =

Stopa ta¢no pozitivnih instanci (osetljivost) i stopa lazno pozitivnih instanci se definiSu kao:

.. TP
osetljivost = el 4
y e . FP
stopa lazno pozitivnih instanci = . (5)
FP+TN

Parametar osetljivosti prikazuje odnos tacno klasifikovanih pozitivnih instanci u odnosu na
ukupni broj pozitivnih instanci, dok parametar stope laZzno pozitivnih instanci prikazuje odnos
broja instanci koje su neta¢no klasifikovane kao pozitivne (lazno pozitivne) u odnosu na ukupni

broj instanci koje su negativne.
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Stopa laznih otkri¢a data je kao:

FP
TP+FP '

(6)

stopa laznih otkrita =

Stopa laznih otkri¢a prikazuje broj lazno pozitivnih instanci prema ukupnom broju pozitivnih

instanci.

Metjuzov koeficijent korelacije (MCC) prikazan je kao:

(TPXTN—FPXFN)
(TP+FP)(TP+FN)(TN+FP)(TN+FN)

McCC = (7)

Metjuzov koeficijent korelacije smatra se vrlo korisnom merom ocene kvaliteta modela, posto
koristi sve vrednosti matrice konfuzije i zavisi od toga kako model prikazuje uspesne
klasifikacije u sve Cetiri kategorije. U slucaju vrlo nebalansiranih setova podataka, MCC se
smatra boljom merom ocene kvaliteta modela u odnosu na preciznost, jer preciznost moze

prikazati prividno povecane vrednosti u tom slucaju (Chicco & Jurman, 2020).

Povrsina ispod ROC (u nastavku AUC) krive predstavlja jedan od najéesce koris¢enih
individualnih parametara ocene kvaliteta modela. Primena povrsine ispod AUC krive koristi se
kako bi se ocenila sposobnost modela da pravi razliku izmedu dve klase (u slu¢aju binarne
ciljne promenljive). Vrednosti AUC se nalaze izmedu 0 1 1, dok se najcesce srecu vrednosti od
0,5 do 1, gde vrednost 0,5 predstavlja potpunu nesposobnost modela da razlikuje izmedu dve
klase (nasumicno pogadanje klasa), dok vrednost 1 predstavlja idealan klasifikator koji u
potpunosti pravi razliku izmedu klasa. U prakticnim uslovima, vrednosti veée od 0,8 se

smatraju zadovoljavaju¢im (Corbacioglu & Aksel, 2023).

F1-mera je jedan od najkoriS¢enijih parametara ocene kvaliteta modela, pored povrsSine ispod

AUC krive, i definisana je kao:

Fl=2x (preciznostxosetljivost) (8)

(preciznost+osetljivost)
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Fl-mera predstavlja harmonijsku srednju vrednost izmedu preciznosti 1 osetljivosti i, kao
takva, Cesto se koristi u slucajevima velike razlike izmedu odnosa klasa. Takode, predstavlja
bolju meru ocene kvaliteta modela u odnosu na preciznost (Joshi, 2002; Hossin & Sulaimani,

2015), a u daljem radu ¢e se najviSe oslanjati na F1- meru.

Negativna prediktivna vrednost racuna se prema:

TN
NPV = T 9

Negativna prediktivna vrednost predstavlja odnos ta¢no klasifikovanih negativnih instanca u

odnosu na celokupni broj negativnih instanca u setu podataka.

Stopa lazno negativnih ili specificnost racuna se kao:

TN
TN+FP '

specificnost = (10)

Parametar stope lazno negativnih vrednosti ili specifi¢nost predstavlja sliCan parametar
osetljivosti, ali za drugu (negativnu) klasu. Specifi¢nost izrazava broj tatno negativnih instanci

u odnosu na sve klasifikovane negativne instance.

Stopa lazno negativnih vrednosti je definisana kao:

FN
FN+TP '

stopa lazno negativnih vrednosti = (11)

Stopa lazno negativnih vrednosti predstavlja odnos pozitivnih instanci koje su klasifikovane

kao negativne u odnosu na sve pozitivne instance.

Statisticka jednakost predstavlja jednu od najjednostavnijih mera ocene kvaliteta modela, jer
prikazuje odnos izmedu klasa u test setu podataka dobijenih od izlaza modela. Takva vrednost

treba da bude priblizno ista kao 1 stvarni odnos klasa u test setu podataka u idealnom slucaju.

Na kraju, potrebno je napomenuti da je moguce sve prethodno prikazane mere kvaliteta modela

sracunati za obe klase (u slucaju binarne ciljne promenljive) ili za viSe klasa u slucaju ciljne
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promenljive sa viSe od dve klase, ¢ime se dobija detaljniji prikaz ocene kvaliteta modela.

U ovoj disertaciji, za obe klase (naj¢esce) kori$éen je parametar F1- mere.

2.1.2.12. Mere kvaliteta modela regresije

Za razliku od prethodno prikazanih mera kvaliteta modela klasifikacije, koje prikazuju razliku
izmedu oznaka klasifikovane i stvarne ciljne promenljive, mere kvaliteta modela regresije
prikazuju razliku izmedu prognozirane i stvarne broj¢ane vrednosti. U mere kvaliteta modela
regresije ubrajaju se: apsolutna greska (eng. Absolute error), osrednjena apsolutna greska (eng.
Mean absolute error), relativna greska (eng. Absolute percentage error), osrednjena relativna
greska (eng. Mean absolute percentage error), koren srednje kvadratnog odstupanja (eng. Root

mean square error) i koeficijent determinacije (eng. Coefficient of determination).

Pored prethodno prikazanih mera kvaliteta modela regresije, postoje i druge izvedene mere
kvaliteta modela regresije. Medutim, treba napomenuti da, u vecini slucajeva, mere poput
osrednjene apsolutne greske i osrednjene relativne greske predstavljaju dovoljno dobre, lako
izvedene i interpretabilne mere kvaliteta modela regresije. Moguce je prikazati i druge statistike
vezane za odstupanja modela regresije, kao $to su minimalna i maksimalna apsolutna i relativna

greska, ukoliko je potrebno imati informaciju 0 ekstremnim odstupanjima modela regresije.
Apsolutna greSka (AE) data je izrazom:

AE = |Yprognozirano = Vistinito| 12)
Osrednjena apsolutna greska (MAE) moze se prikazati jednacinom:

MAE = Z?=1|J’prognozirano_Yistinito| (13)

’
n

gde n predstavlja broj podataka ili prognoziraju¢i horizont.

Relativna greska (APE) 1 osrednjena relativna greska (MAPE) se mogu prikazati izrazima:

APE = |Yprognozirano_3’istinito | i (14)

Yistinito
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MAPE = 100 X %Z?=1 |yprognozirano_3/istinito| . (15)

Yistinito
Koren srednje kvadratnog odstupanja (RMSE) predstavlja ¢esto kori$é¢en parametar u geofizici
za kvantifikaciju odstupanja modela prilikom inverzije. Takode, koren srednje kvadratnog

odstupanja ima svoju primenu i prilikom kvantifikacije odstupanja modela regresije, i to je

1zrazeno sledeé¢im izrazom:

n g — . 2
RMSE :J21=1(ylstlntto Yprognozirano) ' (16)

n

Takode je moguce dobiti i srednje kvadratno odstupanje (eng. Mean square error- MSE)
zanemarivanjem kvadratnog korena u izrazu (16) Sto predstavlja jo§ jednu primenjenu meru

ocene kvaliteta modela regresije.

Pored prethodno prikazanih broj¢anih vrednosti koje kvantifikuju ta¢nost modela regresije,
postoje i vizuelne metode prikazivanja odstupanja modela. Jedna vizuelna metoda predstavlja
prikazivanje na grafikonu prognoziranih i stvarnih vrednosti. Slika 2 ilustruje slu¢aj vizuelne
interpretacije podataka dobijenih iz modela i stvarnih podataka?. Slika 2a prikazuje teorijski
slucaj, gde postoji potpuno poklapanje stvarnih i prognoziranih vrednosti. U ovom slucaju,
vrednosti koeficijenta determinacije predstavljene su idealnom vredno$¢u od 1, dok su
vrednosti osrednjene apsolutne i relativne greske nepostojeée. Isto tako, kriva od 45 stepeni i

linearno poklapanje podataka nalaze se jedna na drugoj, $to se prikazuje kod idealnih modela.

Realniji slucaj je prikazan na slici 2b, gde je vrednost koeficijenta determinacije i dalje visoka,
sa vredno$¢u od 0,98, dok su vrednosti osrednjene apsolutne greske 2,53, a osrednjene relativne
greSke oko 13%. Maksimalne apsolutne i relativne greske za primer sa Slike 2b prikazane su
vrednostima od 8,1 i 227%. Slucajevi gde model pokazuje odredenu vrstu pristrasnosti prema
nizim (Slika 2c¢) ili viSim (Slika 2d) vrednostima se ogleda u umanjenju greske za jedan deo

prognoza, a njenom uvecanju za drugi deo prognoza.

2 Zasliku 2, u svrhe ilustracije, su kori$¢eni sinteti¢ki podaci.
3 Ovakav slu¢aj se uglavnom ne sreée prilikom modelovanja vodenim podacima, a ukoliko se sretne moze da
ukazuje na curenje podataka.
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Slika 2. Graficki prikaz istinitih i prognoziranih vrednosti za (a) Idealan regresioni model; (b)
Realan regresioni model; (c) Model koji prikazuje pristrasnost prema nizim vrednostima i (d)

Model koji prikazuje pristrastnost prema visim vrednostima

Slucaj sa Slike 2c¢ i1 Slike 2d je lakSe prikazati, interpretirati i uoc€iti pristrasnost modela prilikom

grafickog prikaza reziduala. Reziduali predstavljaju koli¢inu odstupanja prognozirane
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vrednosti od stvarne vrednosti. Kod idealnog regresionog modela (Slika 3a*), reziduali su svi
jednaki nuli. U realnim slucajevima, ocekuje se da reziduali budu nasumic¢no rasporedeni na

grafiku i da ne pokazuju nikakvu vrstu Sablona prema kojem se ponasaju.

Slika 3c i slika 3d prikazuju pristrasnost modela, gde se na slici 3¢ moze uociti povecanje
vrednosti reziduala sa povec¢anjem stvarne vrednosti, dok se na slici 3d vidi obrnuta situacija.
Oba sluc¢aja pokazuju da model ima poteSkoca u prognoziranju odredenih vrednosti, odnosno
da u jednom sluc¢aju prikazuje prognoze sa zadovoljavaju¢im odstupanjem koje se povecava sa
rastom stvarnih vrednosti, ili obrnuto. Svojstvo koje opisuje prethodno prikazane reziduale
naziva se homoskedasti¢nost u slu¢aju nasumicénih reziduala ili heteroskedasticnost u slucaju
reziduala koji prikazuju odredeni Sablon (poveéanje ili smanjenje reziduala sa povecanjem ili
smanjenjem stvarne vrednosti). Potrebno je napomenuti da za model koji se smatra zavr$nim,

heteroskedasti¢nost treba korigovati ukoliko je prisutna.

lako su apsolutna i relativna greska, kao 1 njihove osrednjene i druge izvedene statisticke
vrednosti lako razumljive i interpretabilne, postoji odredeno ogranicenje prilikom njihove
implementacije. Prethodni slucaj sa slike 2b prikazao je maksimalnu vrednost apsolutne greske
od 8,1, dok je maksimalna vrednost relativne greske 227%. Vrednosti maksimalnih apsolutnih
i relativnih greSaka ne odgovaraju istom podatku. Naime, za apsolutno odstupanje od 8,1, koje
je ujedno i najvece apsolutno odstupanje, odgovara relativno odstupanje od 17% (istinita
vrednost 47, dok je prognozirana 38,9). Sa druge strane, maksimalnom relativnom odstupanju

od 227% odgovara apsolutno odstupanje od 2,27 (istinita vrednost 1, prognozirana 3,27).

Ovaj primer ilustruje da su apsolutna i relativna greSka u funkciji reda veliine stvarne 1
prognozirane vrednosti. Prilikom prognoziranja relativno malih vrednosti, procentualna greska
bic¢e velika za malo apsolutno odstupanje i obrnuto. U takvim sluc¢ajevima, moze biti korisno

potraziti druge mere ocene kvaliteta modela koje ¢e bolje odgovarati datom zadatku.

4 Za sliku 3, u svrhe ilustracije, su kori$¢eni sinteti¢ki podaci.
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Slika 3. Graficki prikaz reziduala i istinitih vrednosti za (a) Idealan regresioni model; (b)
Realan regresioni model; (c) Model koji prikazuje pristrasnost prema nizim vrednostima i (d)

Model koji prikazuje pristrastnost prema viSim vrednostima

2.1.2.13. Analiza znac¢ajnosti atributa

Modeli kao Sto su slucajne Sume, stabla odluc¢ivanja, ekstremno povecanje gradijenta i drugi,

prilikom zavrSetka testiranja modela, generiSu podatke o znacajnosti atributa. Analiza
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znacCajnosti atributa predstavlja gradaciju atributa koris¢enih za modelovanje prema odredenim
parametrima koji broj¢ano izrazavaju znacajnost tih atributa. Drugim rec¢ima, model prikazuje
koji su najinformativniji atributi iz skupa svih atributa bili za modelovanje ciljne promenljive.
Lako se moze uvideti zaSto je ovo bitan korak prilikom modelovanja, jer se najpre dobijaju
informacije o uzro¢no- posledi¢noj vezi, tj. korelaciji atributa i ciljne promenljive, a sa druge

strane dobijaju se informacije o mogucoj ustedi raCunarskog vremena prilikom modelovanja.

Analiza znacajnosti atributa se razli¢ito izrazava u razlicitim softverskim paketima. Na primer,
u softverskom paketu JASP, analiza znacCajnosti atributa izrazena je sa osrednjenim
smanjenjem ta¢nosti ¢vora (eng. Mean decrease in node accuracy) i ukupnim povecanjem
homogenosti ¢vora (eng. Total increase in node purity), ili drugacije nazvanim Dinijev indeks.
Osrednjeno smanjenje taénosti ¢vora predstavlja parametar koji izrazava koliko bi se smanjenje
¢vora u modelu ostvarilo ukoliko bi se dati atribut uklonio, dok sa druge strane, ukupno
povecanje homogenosti ¢vora prikazuje koliko dati atribut doprinosi homogenosti datog ¢vora.
Prilikom interpretacije oba prethodna parametra, veée vrednosti ukazuju na veéu znacajnost,
odnosno informativnost datog atributa. Biblioteke koje su dostupne u Pajtonu uglavnom koriste
Dinijev indeks ili entropiju prilikom rangiranja atributa, pri ¢emu nema razlike u interpretaciji
znacajnosti atributa, bez obzira na kori§¢enu metodu (veée vrednosti ukazuju na vecu

informativnost datog atributa).

Analiza znacajnosti atributa, pored prikaza koji su atributi najinformativniji za prognoziranje
ili Klasifikaciju ciljne promenljive, takode pruza potencijalnu osnovu za unapredenje modela
kroz ustedu na racunarskom vremenu time $to se uklone oni atributi koji su se pokazali da su

od manje znacajnosti u sprovedenoj analizi nakon uporedivanja, tzv. neinformativni atributi.

2.1.2.14. Interpretacija modela i iterativno modelovanje

Prilikom dobijanja prvog finalnog modela, moguée je izvrsiti interpretaciju celokupnog
procesa modelovanja i napraviti dalje korake ka optimizaciji datog modela. Prvi finalni model
se ne bi trebaolo smatrati krajnjim, jer proces modelovanja masinskim ucenjem predstavlja
iterativni proces optimizacije modela, pronalazenja dodatnih atributa koji mogu doprineti
modelu, kao i vrSenja drugih optimizacija, poput promene metode traZenja optimalnih
hiperparametara, promene prostora pretrazivanja hiperparametara, transformacije atributa i

drugih do postizanja Zeljene ta¢nosti.
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PozZeljno je prilikom dobijanja finalnog seta trening i test podataka izvrSiti analizu faktora
inflacije varijanse (eng. Variance Inflation Factor), koja prikazuje stepen multikolinearnosti
(sli¢nosti) izmedu atributa. Ovaj korak je bitan prilikom modelovanja maSinskim u¢enjem jer
multikolinearnost izmedu atributa predstavlja otezavajuéu okolnost za model, jer iste
informacije mogu biti prisutne u dva atributa, a to pove¢ava kompleksnost i racunarsko vreme.
Primer za multikolinearnost izmedu atributa najbolje se moze ogledati u meteoroloSkim
parametrima temperature i prividne temperature. Oba parametra iskazuju odredeni vid
temperature, ali nisu potpuno isti. Faktor inflacije varijanse u tom slucaju bice vrlo veliki za
date atribute, pa je poZeljno ukloniti jedan od njih. Takode, moguce je primeniti Pirsonov (eng.
Pearson) ili Spirmanov (eng. Spearman) koeficijent korelacije ukoliko su podaci podobni za
tu vrstu analize, radi dobijanja korelacije izmedu datih parametara. Pored toga, moguce je
spojiti viSe atributa u jedan primenom analize glavnih komponenata (eng. Principal

Component Analysis) i time dobiti jedan informativan atribut.

Potrebno je napomenuti otezavajuéu okolnost nadgledanog masinskog ucenja koja se odnosi
na obelezavanje skupa podataka (eng. Data labeling) koji se koristi za ,,u¢enje masine*. Naime,
nadgledano masinsko ucenje ofekuje da za svaku vrednost atributa postoji vrednost ciljne
promenljive. U odredenim situacijama, priprema podataka za maSinsko ucenje iziskuje od
istrazivaca pripremu obelezenih uzoraka za model, odnosno odredivanje ciljne promenljive. U
nekim sluéajevima, moguce je relativno jednostavno dobiti vrednosti ciljne promenljive, dok
u drugim to iziskuje veliku koli¢inu vremena istrazivaca ili istrazivacke grupe. U daljem tekstu
bi¢e prikazan primer koji upravo ukazuje na taj nedostatak, ali ¢e biti prikazan i nacin

,olakSavanja* datih nedostataka kod nadgledanog masinskog ucenja.

Kao $§to je prethodno spomenuto, polje maSinskog uenja, nauke o podacima, primenjene
statistike 1 modela vodenih podacima je vrlo Siroko, te je predstavljanje svih metoda, tehnika,
transformacija 1 drugih u jednom tekstu vrlo zahtevan zadatak. Obi¢no, primena razlicitih
tehnika obrade podataka zavisi od specificnog slucaja, a izrada jednog sveobuhvatnog radnog
toka sa prikazom svih mogucih metoda je gotovo nemoguca. Prethodno prikazani tekst imao
je za cilj da prikaZze uopSteni radni tok masinskog ucenja i osnovne koncepte klasifikacije,
regresije 1 interpretacije modela. U nastavku teksta, specificnosti vezane za svaki individualni

slucaj bice prikazane u kontekstu datog slucaja.
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2.2.  Metode prognoziranja vremenskih serija

Metode prognoziranja vremenskih serija predstavljaju drugi vid modelovanja vodenim
podacima. Za podatke se moze re¢i da ¢ine vremensku seriju ukoliko su prikupljeni viSe puta
u odredenom vremenskom periodu. Vremenski period moze imati razli¢ite intervale, na primer
visoku rezoluciju (desetine ili stotine delova sekunde) ili nisku rezoluciju (nedeljni, mesecni,
kvartalni, godi$nji itd.), u zavisnosti od problema koji se reSava. Bitan aspekt prognoziranja
vremenskih serija jeste da su vremenski intervali izmedu podataka jednaki®, tj. da su podaci

uzorkovani u redovnim vremenskim razmacima.

Cilj metoda prognoziranja vremenskih serija je predvidanje buduéih vrednosti odredenog
parametra na osnovu njegovih istorijskih (prethodnih) vrednosti. Potrebno je napomenuti da
metode prognoziranja vremenskih serija nisu u svojoj osnovi metode masinskog ucenja, iako
se u poslednje vreme 1 metode masinskog ucenja koriste za prognozu vremenskih serija. U
nastavku ovog poglavlja bi¢e prikazani osnovni pojmovi, specificne vrste obrade, kao i

Fejsbukov Profet (eng. Facebook Prophet) model koji je koris¢en u ovoj disertaciji.

2.2.1. Osnovni pojmovi prognoziranja vremenskih serija

Metode prognoziranja vremenskih serija obi¢no nemaju podelu na trening i test podatke, ali je
za proveru datog modela moguce primeniti prognozu na uzorku, $to omogucava ocenu kvaliteta
modela. Nakon $to se proceni da je prognoza zadovoljavajuca, moze se izvrsiti prognoza van
uzorka. Slika 4° prikazuje slu¢aj vremenske serije koja je podeljena na ulaznu vremensku seriju
(nalik trening setu podataka u masinskom ucenju) 1 izlaznu vremensku seriju (nalik test setu
podataka u masinskom ucenju). Izlazna vremenska serija (ili, drugim re¢ima, prognozni
horizont- eng. Forecasting horizon) koristi se za ocenu kvaliteta modela prognoziranja
vremenskih serija. Za razliku od masinskog ucenja, metode prognoziranja vremenskih serija

uglavnom nemaju atribute, ve¢ se prognoza zasniva samo na vremenskoj seriji.

5 Moguce je prognozirati i nejednako uzorkovana vremenske podatke, ali to prevazilazi okvir ove disertacije.
Uglavnom prilikom planiranja istrazivanja, ukoliko se radi o vremenskim serijama istrazivanje se projektuje tako
da bude jednak interval uzorkovanja.

6 Za sliku 4, u svrhe ilustracije, su kori§¢eni sinteti¢ki podaci.
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Slika 4. Pojednostavljeni prikaz elemenata vremenskih serija

Metode obrade podataka vremenskih serija nisu isklju€ivo svojstvene za prognozu vremenskih
serija, ve¢ su nasle svoju primenu 1 u masinskom u¢enju. Medutim, vazno je napomenuti da su
nastale upravo za potrebe metoda prognoziranja vremenskih serija. Jedna od ¢esto koris¢enih
metoda obrade podataka predstavlja uproS€avanje vremenske serije, odnosno dovodenje
vremenske serije u stacionarnost. Stacionarnost vremenskih serija postiZe se oduzimanjem svih
komponenti vremenske serije (trend, cikli¢nost), tako da vremenska serija prikazuje samo
oscilacije oko konstantne vrednosti. Tehnike za dobijanje stacionarne vremenske serije mogu
biti jednostavne, poput logaritamske, kvadratne, kubne ili drugih korena vremenske serije, kao
i prvi ili drugi diferencijal vremenske serije (Sto je najces¢e primenjivana metoda). Za proveru
stacionarnosti vremenske serije nakon transformacije moguce je primeniti proSireni Diki-
Fulerov test (eng. Augmented Dickey- Fuller test) i/ili Kviatkovski-Filips-Smit-Sin test (eng.
Kwiatkowski- Phillips- Smith- Shin test). Oba testa, kao i prethodno prikazani Kolmogorov-
Smirnov test, vrlo se lako mogu implementirati na podatke, a njihova interpretacija zasniva se
na poredenju test statistike 1 kritiéne vrednosti za odabrani interval znacajnosti. U prakti¢nim
uslovima, ako je test statistika manja od kriticne vrednosti za dati interval znacajnosti, za

vremensku seriju se moZe smatrati da je stacionarna. Razlika izmedu proSirenog Diki-
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Fulerovog testa i Kviatkovski- Filips- Smit- Sin testa ogleda se u nultoj hipotezi; nulta hipoteza
za Diki- Fulerov test predstavlja nestacionarnost vremenske serije, dok za Kviatkovski- Filips-
Smit- Sin test predstavlja stacionarnost vremenske serije. Slika 5a’ prikazuje vremensku seriju,
dok Slike 5b i 5¢ prikazuju prvi i drugi diferencijal iste vremenske serije. Lako je primetiti da
podaci sa slika 5b i 5¢ prikazuju relativno konstantne vrednosti sa malim fluktuacijama. Zbog
ovog svojstva, modelovanje i prognoza stacionarnih vremenskih serija su laksi, Sto u teoriji

daje bolje rezultate prognoza.

Drugi vid obrade podataka odnosi se na presko¢ene opservacije (eng. Missing observations).
Preskocene opservacije predstavljaju merenja koja su trebala biti izmerena, ali su preskocena,
ostavljajuéi prazninu u vremenskoj seriji. Preskocene opservacije smanjuju kvalitet podataka,
pa je vazno da istraziva¢ adekvatno resi problem preskocenih opservacija. Postoje dve glavne
opcije za rad sa presko¢enim opservacijama: amputacija (uklanjanje podataka) ili imputacija
(zamena preskoc¢enih opservacija sa drugim vrednostima). Uglavnom, amputacija podataka se
koristi kao poslednja opcija, na primer, u sluc¢aju velikog broja presko¢enih opservacija, dok se
ces¢e primenjuje imputacija podataka. Imputacija podataka predstavlja vrlo atraktivnu granu
trenutnog istrazivanja, sa velikim brojem metoda koje su razvijene i koje se trenutno razvijaju
za ove potrebe. Jedna od najjednostavnijih metoda imputacije podataka je zamena presko¢enih
opservacija sa srednjom vrednoscu ili medijanom preostalih podataka. Ovaj pristup ima svoje
nedostatke, narocito kada se radi o imputaciji velikog broja podataka. Sa druge strane, ako je
broj preskocenih opservacija mali, moguce je primeniti ranije pomenute metode ili druge, kao
Sto su linearna interpolacija, Hermiteov interpolacioni polinom i druge. Takode, treba
napomenuti da preskoCene opservacije mogu nastati i tokom ¢iS¢enja podataka (eng. Data
cleaning), kada, na primer, opservacije nisu zaista preskocene, ali prikazuju Sablon
neadekvatnih merenja (npr. veoma niske ili visoke kontinualne vrednosti). Takve opservacije

je potrebno ukloniti i zameniti drugim vrednostima.

7 Za Sliku 5, u svrhe ilustracije, su koriéeni sinteti¢ki podaci.
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Slika 5. (a) Prikaz vremenske serije; (b) Prvi diferencijal vremenske serije; (c) Drugi

diferencijal vremenske serije

2.2.2. Fejsbuk Prophet model (eng. Facebook Prophet Model)

Fejsbukov Profet (eng. Facebook Prophet) model je razvijen od strane Fejsbuk platforme 2018.
godine, sa ciljem prognoziranja parametara drustvenih mreza koji su predstavljeni u formi
vremenskih serija. Uvodenje ovog modela za prognozivanje vremenskih serija imalo je za cilj
unapredenje opsteg modela prognoziranja vremenskih serija, koji moze biti lako implementiran
od strane radnika u privredi 1 istraZivaca koji imaju znanje o podacima koje koriste, ali nemaju
duboko razumevanje metoda prognoziranja vremenskih serija (Taylor & Lentham, 2018).
Jedan od kljuc¢nih ciljeva razvoja ovog modela bio je omoguciti generisanje velikog broja
prognoza, kako bi istraziva€i imali efikasan 1 automatski nacin poredenja razlicitih

prognoziranih vrednosti.
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U svojoj osnovi, Fejsbukov Profet model se moze predstaviti jednac¢inom:

y() = g(t) +s(t) + h(t) + e, (17)

Gde je g(t) funkcija koja modeluje ne-periodi¢ne promene vremenske serije, s(t) Su
periodi¢ne promene vremenske serije (nedeljne, meseéne itd.), h(t)predstavlja efekte praznika,
odnosno nejednako rasporedene dane koji se razlikuju od drugih dana, a €, su promene u
vremenskoj seriji koje imaju normalnu raspodelu, ali nisu modelovane od strane modela. U
svojoj osnovi, Fejsbukov Profet model prilagodava teoretski sracunatu krivu prema krivi
podataka, za razliku od klasi¢nih modela (npr. ARIMA modeli) koji preraCunavaju vremenske

odlike podataka (Taylor & Letham, 2018).

Pogodnosti Fejsbukovog Profet modela ogledaju se najpre u dve prethodno pomenute stavke
koje prikazuju ograni¢enja klasi¢énih modela vremenskih serija- nejednako uzrokovani podaci
i preskoCene opservacije. Zbog sustinskih razlika u odnosu na klasi¢ne modele vremenskih
serija, Fejsbukov Profet model ne zahteva jednako uzrokovane podatke, niti je potrebno da sve
opservacije budu popunjene®. Zbog ovih karakteristika, Fejsbukov Profet model je nasao Siroku
primenu u nauci 1 privredi, posebno u prognoziranju razli¢itih vremenskih serija. Za
prognoziranje vremenskih serija, bitno je i oceniti model, odnosno, kada se prognoza vrsi
unutar uzorka, prognozirane vrednosti treba uporediti sa stvarnim vrednostima pre nego $to se
prognozira van uzorka. Posto su metode za evaluaciju modela regresije iste kao 1 metode za
evaluaciju modela vremenskih serija (oba predstavljaju slucaje regresije), u ovom poglavlju se

nece ponavljati iste metode.

Sli¢no kao i1 za metode maSinskog u€enja, metode prognoziranja vremenskih serija spadaju u
nauku o podacima, primenjenu statistiku i druge metode koje nose razlicita imena, ali imaju
isti cilj. U poglavlju metodologije ove disertacije prikazana je generalna ideja i ciljevi prilikom
modelovanja vodenim podacima, ali sveobuhvatan prikaz ove grane nauke o podacima nije
prikazan, jer to izlazi van okvira ove disertacije. Na primer, u okviru metoda prognoziranja
vremenskih serija postoji veliki broj drugih modela kao $to su ARIMA, ARCH i GARCH

8 Potrebno je napomenuti da je kvalitet podataka presudan za modele koji su vodeni podacima. Prisustvo §to veéeg
procenta podataka za dati vremenski interval kao i jednako uzorkovani podaci predstavljaju teoretsko olakSanje
modelu da modeluje podatke, a ujedno time i preciznije prognoze i smanjene greske.
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modeli, Holt- Vintersova metoda i drugi. Takode, postoji veliki broj nacina za dobijanje
stacionarne vremenske serije, pored prikazanih jednostavnih metoda, kao $to su Boks-Koks
metoda, dekompozicija vremenskih serija i drugi. Pored toga, nije bilo previse reci o kvalitetu
podataka, uklanjanju opservacija koje se smatraju neadekvatnim, kao i metodama oznacavanja
velikog broja podataka. Sve prethodno pomenute teme predstavljaju vrlo bitne aspekte u okviru
nauke o podacima, ali nisu eksplicitno tema ove disertacije. Takode, prilikom primene nauke
o podacima za neku drugu, specificnu nauku, kao §to su geonauke, geofizika i atmosferska
fizika i druge srodne nau¢ne grane, potrebno je imati znanje o prirodi podataka, kao i o

metodama nauke o podacima, odnosno kako i kada primeniti odredene metode.
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3. Rezultati

Rezultati sprovedenih istrazivanja prikazani su u poglavlju 3. Rezultati su grupisani i razvrstani
prema oblastima istrazivanja kojima pripadaju. Prvo podpoglavlje (3.1.) odnosi se na rezultate
primene modela vodenih podacima na podatke koncentracije zagaduju¢ih materija u vazduhu,
drugo podpoglavlje (3.2.) na prostornu klasifikaciju ofiolita isto¢ne Vardarske zone, trece
podpoglavlje (3.3.) na primenu modela vodenih podacima u fizici jonosfere, dok poslednje
podpoglavlje (3.4.) predstavlja primenu statistickih metoda na podatke magnetne

susceptibilnosti sa jalovista rudnika ,,Rudnik®.

3.1. Primena modela vodenih podacima na podatke koncentracije
zagadujuéih materija u vazduhu u Republici Srbiji

Termin kvalitet vazduha obuhvata $irok spektar parametara koji kvantifikuju razlicite frakcije
komponenata prisutnih u vazduhu. U uZem smislu, kvalitet vazduha se moZze predstaviti kroz
koncentraciju zagadujuc¢ih materija, kao Sto su PMjo (Cestice do 10 um) i PM2 5 (Eestice do 2,5
um). Znacajnost ovih parametara ogleda se u veli¢ini ¢estica koje su suspendovane u vazduhu:
manje Cestice imaju veci potencijal da prodiru dublje u respiratorni sistem (Rahman et al.,
2023; Zhang et al., 2023), ¢ime nanose vecu Stetu ljudima koji udiSu takav zagadeni vazduh.
Vazduh sa visokim nivoom zagaduju¢ih materija predstavlja zna€ajan rizik za celokupno
stanovniS$tvo, jer su povecane vrednosti ovih materija povezane sa veéim mortalitetom
(Dockery et al., 1992; Araujo, 2011), kardiovaskularnim bolestima (Araujo, 2011), izraZzenijom
susceptibilnos¢u na alergene (Bernstein, 2004), kao 1 bolestima respiratornog sistema (Libasin
et al., 2020; Rakholia et al., 2022). Razlozi za povecane vrednosti zagaduju¢ih materija u
vazduhu su razli¢iti. Sa jedne strane, industrijalizacija, urbanizacija 1 rast stanovniStva
doprinose povecanju zagadenja (Harishkumar et al., 2020; Wardana et al., 2022; Zhang &
Zhang, 2023), dok sa druge strane, sagorevanje fosilnih goriva, neregulisana energetska
industrija i upotreba neadekvatnih materijala za grejanje domacinstava dodatno povecéavaju

nivo zagadujuéih materija u vazduhu u Republici Srbiji.

U Republici Srbiji, najveéi broj stanica za automatski kontinualni monitoring parametara
koncentracije zagadujuc¢ih materija u vazduhu obavlja Agencija za zaStitu Zivotne sredine

(SEPA). U trenutku pisanja doktorske disertacije, SEPA ima ukupno 76 stanica za monitoring
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koncentracije zagadujuc¢ih materija u vazduhu, od kojih se 34 nalaze u Beogradu. U nastavku
ovog poglavlja bi¢e prikazana dva primera vezana za koncentraciju zagadujuc¢ih materija u
vazduhu. Prvi primer se odnosi na primenu Fejsbukovog Prophet modela za prognoziranje
buducih vrednosti koncentracije zagadujuc¢ih materija u vazduhu, dok drugi primer prikazuje
primenu metoda masinskog ucenja za imputaciju preskoCenih opservacija koncentracije

zagadujucih materija u vazduhu.

Prvi primer je od velike vaznosti za monitoring koncentracije zagadujuc¢ih materija u vazduhu,
jer spoznaja o prostornoj i vremenskoj komponenti buducéih vrednosti koncentracije
zagadujucih materija u vazduhu predstavlja klju¢nu informaciju za ugrozene grupe, kao i za
regulativna tela i donosioce odluka u Republici Srbiji. Sa druge strane, automatski kontinualni
monitoring koncentracije zagaduju¢ih materija u vazduhu Cesto je optereen smetnjama u
merenju, koje se najcesce ogledaju u prekidima mernog signala i preskoenim opservacijama.
Zbog toga ¢e, ovo poglavlje obuhvatiti dva primera: prvi se odnosi na prognoziranje buduc¢ih
vrednosti koncentracije zagadujuéih materija u vazduhu (3.1.1.), a drugi na razvoj metode za

poboljsanje kvaliteta podataka koncentracije zagadujuéih materija u vazduhu (3.2.2.).

3.1.1. Primena Fejsbukovog Profet modela za prognoziranje buducih vrednosti
koncentracije zagadujucih materija u vazduhu na mernoj stanici Beograd-
Zeleno brdo

Fejsbukov Prophet model (opisan u 2.2.2.) se pokazao veoma korisnim za prognoziranje
vrednosti koncentracije zagaduju¢ih materija u vazduhu (Ye, 2019; Samal et al., 2019; Zhoul
et al., 2020; Tejasvini et al., 2020; Shen et al., 2020). Neki od tih rezultata prikazuju primenu
Profet modela u kombinaciji sa drugim modelima, ¢ime se dobija hibridni model koji u
odredenim slucajevima daje vecu tacnost nego sam Profet model. Cilj istrazivanja je primena
Profet modela na podatke o koncentraciji zagadujuéih materija u vazduhu (koncentracije PM2:s
i PM1o) koji su prikupljeni u Republici Srbiji od strane Agencije za zastitu Zivotne sredine

(SEPA) za mernu stanicu Beograd-Zeleno brdo.

3.1.1.1. Postavka i radni tok istrazivanja

Ulazni podaci satnih vrednosti koncentracija PMio i PM2s Cestica za lokaciju Beograd-Zeleno
brdo dobijeni su od strane Agencije za zastitu Zivotne sredine za period od 1. januara 2021.

godine do 17. avgusta 2022. godine. Prvi korak u analizi podataka predstavlja deskriptivna
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statistika, odnosno utvrdivanje srednje vrednosti, medijane, minimuma, maksimuma i drugih

osnovnih parametara deskriptivne statistike (Slika 6).

Sa obzirom na to da je poznato da podaci o kvalitetu vazduha mogu sadrzati preskocene
opservacije, pored prethodno pomenutih parametara, bilo je potrebno utvrditi i broj
preskocenih opservacija u skupu podataka, $to je kljuéno za donosenje odluke o imputaciji i/ili
amputaciji podataka. Ukoliko se za odredeni skup podataka odluci za imputaciju, istrazivanje
je postavljeno tako da metoda imputacije ne menja parametre deskriptivne statistike nakon $to

se vrednosti pridodaju preskoCenim opservacijama.

Nakon dobijanja finalnog seta podataka, prognoziranje je vrSeno u viSe etapa. Prva etapa
podrazumevala je koriS¢enje prvih 120 sati kao uvodne vremenske serije za prognoziranje
narednih 24 sata. Nakon prve prognoze, uzimaju se narednih 120 podataka, i proces se
ponavlja. U prvoj etapi generisano je ukupno 83 prognoze. Druga etapa podrazumevala je
povecanje duzine uvodne vremenske serije sa 120 na 240 sati, ¢ime je generisano ukupno 45
prognoza. Proces prognoziranja u etapama sproveden je dok nije iskoris¢en ceo set podataka
(12048 podataka) za prognozu narednih 24 sata. Ukupan broj individualnih prognoza iznosio
je 173, §to je omogudilo detaljnu statisti¢ku analizu odstupanja prognoza Profet modela od
stvarnih vrednosti. Za ocenu kvaliteta modela koris¢ene su metode za kvantifikaciju koje su

prethodno prikazane u poglavlju 2.1.2.12.
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Slika 6. Radni tok istrazivanja prognoziranja koncentracije zagadujucih materija u vazduhu
na stanici Beograd- Zeleno brdo koris¢enjem Fejsbukovog Profet modela
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3.1.1.2.  Obrada i istrazivac¢ka analiza podataka

Faza obrade podataka i istrazivacke analize podataka prvo je koriS¢ena za formiranje finalnog
skupa podataka koji ne sadrzi preskoCene opservacije. Slika 7 prikazuje raspodelu preskocenih
opservacija i izmerenih podataka, gde se moze videti da podaci od 1. januara 2021. godine do
1. aprila 2021. godine nisu izmereni. Zbog toga je odluceno da se ti podaci amputiraju, tj.
popunjavanje 2171 uzastopnog sata preskocenih opservacija nije bilo moguce izvesti. Ostale
preskocene opservacije kategorizovane su u tri grupe: kratkoroCne preskocene opservacije u
trajanju do 3 uzastopna sata, srednjero¢ne preskocene opservacije u trajanju od 24 do 26 sati i
dugoroc¢ne preskocene opservacije u trajanju od 132 i 148 uzastopnih sati. Ukoliko se izuzme
grupa od 2171 uzastopnog preskoc¢enog sata, u setu podataka postoji ukupno 338 preskocenih

opservacija, $to ¢ini samo 2,8% od celokupnog skupa podataka.
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Slika 7. Raspodela preskocenih opservacija u istraznom periodu

Za kratkoro¢ne preskoCene opservacije koriS¢ena je linearna interpolacija, jer je prikazala
rezultate koji manje menjaju parametre deskriptivne statistike u poredenju sa metodom

,poslednja opservacija preneta unapred®. Srednjoro¢ne preskocene opservacije popunjene su
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primenom imputacije srednjom vrednoscu, pri ¢emu su uzimane satne srednje vrednosti, Sto je
omogucilo da preskoCene opservacije u trajanju od 24 i 26 sati imaju odredene dnevne
varijacije. Promene parametara deskriptivne statistike ogledaju se u medijalnoj vrednosti za
PMyo parametar, kao i u koeficijentu spljostenosti i asimetrije za oba parametra koncentracije
zagaduju¢ih materija u vazduhu, ali te promene ne prelaze 0,7% (Tabela 2). Za dugoro¢ne
preskocene opservacije koriS¢en je Hermiteov interpolacioni polinom, koji je, od svih
primenjenih metoda, pokazao minimalno odstupanje parametara deskriptivne statistike u

odnosu na one izraunate na skupu podataka bez popunjenih preskocenih opservacija.

Tabela 2. Deskriptivna statistika sra¢unata pre i nakon imputacije podataka

DuZzina presk_(?éenih / Kratkoro¢no | Srednjorocno Dugoroc¢no
opservacija
Parametar PMwo PM2s | PMio PMz2s | PMwo PMz2s | PMiwo  PMzs
Broj podataka [/] 11746 11746 | 11754 11754 | 11804 11804 | 12084 12084
Minimum [pg/m°] 2,97 1,94 2,97 1,94 2.97 1.94 2.97 1.94
Maksimum [pg/m?] 218 156 218 156 218 156 218 156
Srednja vrednost [pg/m®] 26,44 18,69 | 26,44 18,69 | 26.44 18.69 | 26.53 18.85
Medijana [pg/m®] 22,40 1460 | 22,40 14,60 | 2250 14.60 | 2250 14.70
Modalitet [pg/m°] 21,50 11,00 | 21,50 11,00 | 21.50 11.00 | 21.50 11.00
Koeficijent asimetrije [/] 239 207 | 239 207 | 240 208 | 237 207
Koeficijent spljostenosti [/] 11,20 6,30 | 11,20 6,30 | 11.26 6.34 | 1082 6.13
Test modaliteta [/] T T T T
Pirsonov KK [/] 0,87 0,87 0,87 0,87
Spirmanov KK [/] 0,87 0,87 0,87 0,87

Prilikom primene drugih metoda imputacije podataka za dugoro¢ne preskocene opservacije,
kao Sto su K- najblizih suseda ili imputacija srednjom vrednosc¢u, raspodela podataka prelazila
je iz unimodalne u bimodalnu, ¢ime su zna¢ajno promenjeni parametri deskriptivne statistike i
sama raspodela podataka. Sa druge strane, primenom Hermiteovog interpolacionog polinoma
za imputaciju dugoro¢nih preskocenih opservacija, raspodela je ostala unimodalna (Tabela 2).
Takode, jos jedan vid provere moze se pronaci u konstantnoj vrednosti koeficijenata korelacije,
koji, pored toga $to ukazuju na jaku korelaciju izmedu PMig i PM2 5 estica, takode ukazuju na

linearan odnos izmedu ta dva parametra.

Slika 8 prikazuje finalni set podataka nakon imputacije. U periodu od 15. oktobra 2021. godine

do 15. aprila 2022. godine, vizuelno se moze uoditi najvece poveéane vrednosti PMa 5 Cestica,
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a potom u manjoj meri, i PM1o Cestica. Analiza korelacije temperature za isti vremenski period
i rezoluciju, koja je dobijena sa Beogradskog aerodroma ,Nikola Tesla®, daje vrednosti
korelacije za PM1o ¢estice u iznosu od -0,25 (Pirson) i -0,26 (Spirman), dok se za PMa s Cestice
dobijaju vrednosti od -0,52 (Pirson) i -0,56 (Spirman). Prema Kklasifikaciji koeficijenta
korelacije prema Schober et al. (2018), za korelaciju PM1o Cestica i temperature moze se reci
da je slaba i negativna, dok za PM2s Cestice ta korelacija predstavlja srednju i negativnu
vrednost. Drugim re¢ima, sa sSmanjenjem temperature tokom godine, dolazi do slabog
poveéanja koncentracija PMio Cestica i srednjeg povecanja PM2s Cestica, verovatno usled

koriS¢enja ogrevnih materijala u domacinstvima.
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Slika 8. Konac¢ni skup PM1o i PM2 5 podataka kori$éen za istrazivanje sa prikazanim
odabranim karakteristikama signala
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3.1.1.3.  Rezultati prognoziranja vrednosti PMzio i PM25s Cestica

Tabela 3 prikazuje rezultate prognoziranja, gde su prikazani svi odnosi ulazne vremenske
serije, kao i odredene statistike za koren srednje kvadratnog odstupanja. Profet model u
odredenim slucajevima pokazuje vrlo neadekvatne vrednosti prognoze, kao sto je slucaj za
PM o Cestice sa duzinom ulazne vremenske serije od 480 podataka, gde je maksimalna vrednost
korena srednjeg kvadratnog odstupanja iznosila 50,78 pug/m?. U toj situaciji, srednja apsolutna
greska iznosila je 49,54 ng/m?, dok je procentualna greska bila 57,34%. Sa druge strane, u tom
validacionom prozoru zabelezene su neocekivano velike vrednosti PMig parametra, sa
srednjom vrednoséu od 85 pg/m?, dok je za ceo set podataka srednja vrednost PM1g Cestica bila

26,53 pg/m?.

Tabela 3. Rezultati prognoziranja u vidu deskriptivne statistike raspodele korena srednjeg
kvadratnog odstupanja

120:24 (5:1) 83 1,04 9,20 6,35 33,81

240:24 (10:1) 45 1,41 8,45 5,82 38,71

PMas 480:24 (20:1) 23 2,85 11,42 9,04 46,02
960: 24 (40:1) 12 1,96 10,49 8,29 31,03

1920:24 (80:1) 6 1,98 4,83 4,87 7,65

3840:24 (160:1) 3 2,00 6,24 3,78 12,93

120:24 (5:1) 83 1,64 12,85 10,79 41,21

240:24 (10:1) 45 2,30 11,01 8,21 46,11

PMus 480:24 (20:1) 23 3,77 16,19 15,26 50,78
960: 24 (40:1) 12 3,77 15,23 11,52 49,25

1920:24 (80:1) 6 3,12 6,47 6,17 9,39

3840:24 (160:1) 3 4,49 8,97 7,04 15,39

Medijalna vrednost korena srednjeg kvadratnog odstupanja za PMas Cestice pokazuje da je
koren srednje kvadratnog odstupanja za sve odnose ulazne vremenske serije manje od 10 ug/m?
(drugim re¢ima, model u 50% prognoza, prognozira vrednost ispod 10 pg/m?). U slucaju
odnosa ulazne vremenske serije 80:1, mogu se videti i najmanje vrednosti maksimalnog korena
srednjeg kvadratnog odstupanja, koje iznose svega 7,65 pg/m?. Zbog relativno malog broja
prognoza (samo 6), nije moguce sa velikom pouzdanosc¢u tvrditi da je model postigao ovako

male vrednosti odstupanja zbog dobijanja idealnog odnosa, a ne nasumi¢no. Zbog toga je

47



potrebno sprovesti dodatna istrazivanja sa ve¢im brojem podataka 1 stanica kako bi se dobila

detaljnija raspodela greske modela.

Slika 9 prikazuje vrednosti prognoza za ceo set podataka, pri cemu je ulazna vremenska serija
imala duzinu od 12084 sata, dok je izlaz bio konstantnih 24 sata. Vrednosti apsolutne greske
za PMyo parametar variraju izmedu 2 1 10 pg/m?, sa prosecnom vrednosc¢u od 6,5 pg/m?, dok
vrednosti relativne greske variraju izmedu 10,5% 1 93%, sa prose¢nom vrednoséu od 46,45%.
Vrednosti apsolutne greSke za PMgzs variraju izmedu 0,73 pg/m?® i 5 pg/m?3, sa srednjom
vredno$¢u od 2,7 pg/m?. Primer sa Slike 9 predstavlja dobar pokazatelj generalne
neadekvatnosti koriS¢enja samo apsolutne i relativne greSke za kvantifikaciju odstupanja
prognozirane i stvarne vrednosti koncentracije zagaduju¢ih materija u vazduhu. Na primer, na
slici 9b, petnaesti sat ima stvarnu vrednost od 7,04 pg/m?, dok je prognoza bila 8,84 pg/md.
Apsolutno odstupanje nije preveliko (1,8 pg/m?), dok je relativna greska 25%. Za kvantifikaciju
odstupanja prognozirane i stvarne vrednosti koncentracije zagaduju¢ih materija u vazduhu
potreban je parametar kao $to je koren srednje kvadratnog odstupanja, koje ne zavisi u tolikoj

meri od reda veli¢ine stvarne i1 prognozirane vrednosti.
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Slika 9. Prognozirana i istinita vrednost koncentracije zagaduju¢ih materija u vazduhu za 24

sata nakon najduze uvodne vremenske serije
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Sa druge strane, pored kvantitativnih mera odstupanja, vrednosti koncentracije zagadujucih
materija u vazduhu mogu se razmatrati i kroz kvalitativne pokazatelje, kao $to je vizuelna
identifikacija varijacije prognoze modela. U oba primera sa Slike 9 moze se videti da prognoza
modela prikazuje odredenu dnevnu varijaciju, koja odrazava uopStenu sliku varijacije

koncentracije zagadujuc¢e materije u vazduhu tokom dana.

3.1.2. Primena metode slucajne Sume za dvosmernu imputaciju podataka
koncentracije zagadujuéih materija u vazduhu u Republici Srbiji

U prethodnom primeru prikazano je na podacima jedne merne stanice kako istrazivaci nailaze
na problem preskocenih opservacija prilikom rukovanja sa podacima o koncentraciji
zagadujucih materija u vazduhu. U ovom primeru, takav problem moze biti prikazan Sire (Slika
10), gde se na primeru 10 stanica u ¢etvorogodisnjem periodu vidi koliko zapravo predstavljaju
preskocene opservacije. Na primeru sa Slike 10, u proseku stanice za merenje koncentracije
zagaduju¢ih materija u vazduhu sadrze oko 15,3% preskocenih opservacija, pri ¢emu je
minimalna vrednost 3,9% (Beograd- Stari grad), dok je maksimalna 30,9% (Ni$, osnovna §kola

»Sveti Sava®).

Zbog problema koje preskocene opservacije predstavljaju istraZiva¢ima, razvijanje metoda za
imputaciju podataka 0 koncentraciji zagaduju¢ih materija u vazduhu je od velikog znacaja.
Razli¢ite metode su razvijene kako bi se dobile pouzdane procene preskoCenih opservacija
(Junninen et al., 2004; Norazian et al., 2008; Jiang et al., 2020; Wijesekara & Liyange, 2020;
Kim et al., 2021; Alsaber et al., 2021; Belaschsen et al., 2022; Chen et al., 2022; Flores et al.,
2023; Kebalepile et al., 2024 i dr.), ali nijedna metoda do sada nije u potpunosti tacna, precizna
1 pouzdana. Jednostavne metode, poput imputacije podataka srednjom vrednosc¢u ili medijanom
celokupnog dostupnog seta podataka, mogu dovesti do vrlo loSih procena preskocenih
opservacija. Glavni problem jednostavnih metoda je to $to ne uzimaju u obzir dnevne, nedeljne
1 mesecne varijacije koncentracije zagadujuc¢ih materija u vazduhu, koje mogu nastati prilikom
popunjavanja vecih koli¢ina preskoCenih opservacija. Sa druge strane, pri popunjavanju
manjeg broja preskoc¢enih opservacija (kao $to je bio slucaj u prethodnom primeru), moguce je

koristiti jednostavne metode kako bi se postigla efikasnost i smanjilo ra¢unarsko vreme.
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Slika 10. Preskocene opservacije PM2 s na odabranim stanicama za merenje koncentracije
zagaduju¢ih materija u vazduhu od 1. januara 2018. do 31. decembra 2021. godine; a- Novi
Sad Rumenacka ulica; b- Beograd Stari Grad; c- Beograd Novi Beograd; d- Beograd Mostar;
e- Smederevo Centar; f- Obrenovac Centar; g- Valjevo; h- Bor Gradski park; i- Kosjeri¢; j-

Ni$ Osnovna Skola ,,Sveti Sava“

U ovom slucaju cilj je bio pokusaj razvijanja metode za imputaciju koncentracija zagadujucih
materija u vazduhu primenom metoda masinskog ucenja. Glavna ideja ovog pristupa sastoji se
u tome da se problem imputacije podataka tretira kao problem prognoze jedne promenljive bez
dodatnih atributa, pri ¢emu se prognoza vr$i u dva smera. Prvi smer predstavlja klasi¢no
prognoziranje u ,.buducnost®, dok drugi smer podrazumeva prognozu u ,,proslost“. ldeja za
razvoj ovakve metode proistice iz toga Sto dodatni podaci nisu uvek dostupni, pa je metoda
koja se zasniva samo na datoj promenljivoj vrlo znac¢ajna. Sa druge strane, podaci koji se nalaze
nakon preskocenih opservacija uglavnom se ne koriste, ali u ovom slucaju oni sluze kao

dodatna prognoza.

3.1.2.1. Radni tok algoritma, podaci i postavka istraZivanja

Radni tok algoritma prikazan je na slici 11. Ulazni parametar je vremenska serija koja sadrzi
odredene preskocene opservacije. Algoritam najpre pretrazuje vremensku seriju kako bi
pronasao lokaciju i duzinu preskoCenih opservacija. Nakon pronalaska lokacije i duZine
preskoc¢enih opservacija, algoritam deli celokupnu vremensku seriju na dva dela: TS1 i TS2.
Obrada vremenskih serija TS1 1 TS2 se razlikuje u jednom koraku, u kojem se vrsi inverzija

vremenske serije TS2. Inverzija vremenske serije vrsi se jednostavno, tako $to se njen redosled
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obrée kako bi se omogucilo prognoziranje u buduénost ili, u ovom slucaju, u proslost.
Transformacija podataka primenjuje se na obe vremenske serije, a ogleda se u logaritamskoj

transformaciji podataka.
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Slika 11. Radni tok predlozenog algoritma i postavka istrazivanja
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Odabir atributa, kao Sto je prethodno prikazano, predstavlja jedan od klju¢nih koraka u
modelovanju podataka masinskim u¢enjem. U ovom slucaju, posto su postavljeni uslovi za
istrazivanje, koji se ogledaju u neupotrebi dodatnih atributa poput meteoroloskih uslova,
parametara saobracaja i drugih parametara koncentracije zagaduju¢ih materija u vazduhu,
jedini atributi koji se mogu koristiti su atributi vezani za same vrednosti PM2 s ¢estica. Zbog
toga, dostupni atributi obuhvataju prethodne vrednosti signala, klizajuce statistike (kliznu

srednju vrednost, medijanu i standardnu devijaciju) i druge.

Nakon odabira atributa i dobijanja finalnog skupa podataka, podaci su prosledeni na model
slu¢ajne Sume koji koristi 80% podataka za treniranje modela, a preostalih 20% za testiranje i
dobijanje vrednosti za imputaciju. Pronalazak hiperparametara vrSen je nasumiénim
pretrazivanjem, pri ¢emu je odabran broj stabala u opsegu od 10 do 1000. Prilikom generisanja
novih vrednosti, algoritam ih dodaje u listu podataka i atributa kako bi iterativno generisao
narednu vrednost, sve dok broj generisanih vrednosti ne bude izjednacen sa brojem preskocenih
opservacija u originalnoj vremenskoj seriji. Nakon dobijanja dva izlaza podataka za
imputaciju- jedan koji odgovara vremenskoj seriji TS1, a drugi vremenskoj seriji TS2- oba

izlaza se osrednjavaju kako bi se dobio tre¢i izlaz iz algoritma.

Finalni rezultati, analiza i interpretacija dobijaju se nakon primene metoda imputacije za
poredenje. Istrazivanje bez metoda za poredenje ne bi prikazalo znac¢ajne rezultate pogodne za
interpretaciju. Zbog toga je u ovom istrazivanju odluceno da se porede dva jednostavna
pristupa: imputacija podataka srednjom vredno$¢u i1 medijalnom vrednoS¢u. Razlog za
koriS¢enje ovih dvaju jednostavnih metoda lezi u dva aspekta. Ukoliko razvijeni algoritam ne
moze da pruzi bolje rezultate od jednostavnih modela, poput imputacije srednjom vrednoScu i
medijalnom vredno$¢u, tada algoritam nije vredan daljeg kori$¢enja. Sa druge strane, ukoliko
algoritam pokaze priblizno iste ili bolje rezultate u odnosu na jednostavne modele, potrebno je
proceniti njegovu slozenost i vreme potrebno za dobijanje rezultata. Takode, potrebno je
napomenuti da su za ovo istrazivanje metode za poredenje razvijenog algoritma
najjednostavnije. Izbor najjednostavnijih metoda za poredenje temelji se na tome S$to je
pozeljno, barem u prvoj iteraciji, dati algoritmu sve moguce uslove da prikaze pozitivan
rezultat. Ukoliko to ne bude sluc¢aj, potrebno je vratiti se na pocetak i razviti novi algoritam

primenom drugih metoda.
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Priprema i odabir skupa podataka vodeni su sli¢énim razmisljanjem. U prvoj iteraciji potrebno
dati algoritmu sve moguce uslove za postizanje pozitivnog rezultata. [z baze podataka Agencije
za zastitu zivotne sredine za period od 2018. do 2021. godine odabrani su podaci koji imaju
najduzi neprekinuti niz merenih podataka. Ukupno je odabrano 9 stanica, koje se nalaze u
Republici Srbiji, a koje sadrze izmedu 4715 konstantno merenih sati podataka (196 merenih
dana) i 8,735 konstantno merenih sati (364 konstantno merenih dana). Tri merne stanice se
nalaze u Beogradu (Mostar, Novi Beograd, Stari grad), dok Ni§ (osnovna $kola ,,Sveti Sava®)
I Novi Sad (Rumenacka ulica) imaju po jednu mernu stanicu. Pored tri najveéa grada u
Republici Srbiji, ostale analizirane stanice nalaze se u Obrenovcu, Smederevu, Valjevu i

Kosjericu.

Odabir duzine unetih, nasumi¢nih preskocenih opservacija u set podataka takode je pratio isto
prethodno razmisljanje. Kao $to je prikazano na slici 10, preskoCene opservacije u odredenim
situacijama traju i po nekoliko meseci, $to predstavlja veliki problem za istrazivace. Sa druge
strane, prilikom testiranja algoritma, unete preskocene opservacije u setove podataka imale su
duzinu od 24, 48 i 72 sata. Glavna ideja bila je da se dopusti algoritmu da prikaze odredene
dnevne varijacije u vrednostima za imputaciju, ali da se ograni¢i duZina preskocenih
opservacija kako bi se testirao algoritam sa najjednostavnijim metodama imputacije podataka.
Zbog toga se smatra da su tri odabrana intervala preskocenih opservacija kompromis izmedu

kvantitativnog i kvalitativnog testiranja algoritma sa najjednostavnijim metodama.

3.1.2.2.  Rezultati imputacije podataka

Rezultati imputacije podataka prikazani su naslici 12 za sva tri perioda preskocenih opservacija
(24, 48 1 72 sata) 1 za sve koriS¢ene metode. Sve koriS¢ene metode imputacije podataka
prikazale su jedan podatak koji je van okvira drugih podataka. Za imputaciju podataka
razvijenim algoritmom smerom unapred (FI) ta vrednost iznosi 140 ug/m?*, dok se za druge
primenjene modele imputacije ta vrednost nalazi izmedu 80 i 120 pg/m?. Prilikom raunanja
osrednjenje MAE vrednosti, ovaj podatak unosi asimetriju u raspodelu MAE parametra, ¢ime
podize ukupnu srednju vrednost MAE vrednosti. Prilikom poredenja medijalnih vrednosti, dva
modela prednjace: metoda prognoziranja unapred razvijenim algoritmom sa 7,55 pg/m? i
imputacija medijalnom vredno$éu sa 7,87 pg/m?. Od svih prikazanih metoda, za raspon
preskoc¢enih opservacija od 24 sata, najlosije rezultate dala je metoda imputacije sa razvijenim

algoritmom u nazad (18,47 pg/m?).
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Analiza skupa podataka koji je prikazao najlosije rezultate za sve koriS¢ene modele pokazala
je da set podataka sa najlosijim rezultatima pripada gradu Valjevu. Set podataka pokriva period
od 20. juna 2018. godine do 31. marta 2019. godine, odnosno sadrzi 6803 konstantno merena
sata (283 konstantno merena dana). Prilikom kreiranja skupa podataka za imputaciju, odnosno
unos$enja nasumi¢nih 24 sata preskocenih opservacija, prikazano je da se prozor od 24 sata
nalazi u danima kada su se vrednosti PMz s parametra kretale u opsegu od 80 do 250 pg/m?, sa
izrazenim varijacijama. Zbog velike varijacije u podacima, lokacije preskocenih opservacija
(decembar 2018. godine) i temperatura koje su se kretale u vrednostima od 0 °C, lako je
razumeti zasto su svi modeli dali loSe rezultate. Zbog specificnosti ovog primera, dodata su
dva dodatna modela: prvi je iterative imputer, a drugi predstavlja primenu slu¢ajne Sume sa
atributima (meteoroloski atributi, dodatne vrednosti koncentracije zagadujué¢ih materija u
vazduhu i dr.). Oba modela su takode dala loSe rezultate, sa vrednostima od 79,7 pg/m? i 90
pg/m?. Zbog toga, ovaj primer treba uzeti sa rezervom, jer su ¢ak i modeli koji se smatraju vrlo

savremenim i adekvatnim za imputaciju presko¢enih opservacija dali loSe rezultate.

Za primer sa 48 sati preskocenih opservacija, ukoliko se razmatraju srednje vrednosti MAE
parametra, imputacija srednjom vredno$c¢u ili medijanom predstavljaju najbolje modele. Sa
druge strane, ukoliko se posmatra medijalna vrednost MAE parametra, odabir se svodi na
razvijeni algoritam sa imputacijom unapred ili imputaciju medijalnom vrednoscu. U ovom delu
je potrebno uvesti sloZzenost raCunanja sa razvijenim algoritmom. Za ceo set test podataka, koji
sadrzi ukupno 9 stanica rasporedenih po Republici Srbiji, za predloZeni algoritam bilo je
potrebno u proseku oko 13,21 minuta za izvrSenje modelovanja. Imputacija podataka srednjom
vredno$¢u ili medijalnom vredno$éu generiSe se gotovo trenutno. Ako se kompleksnost
raCunanja uzme kao parametar za razmatranje, vrednosti odstupanja stvarnih i izraCunatih
vrednosti za predlozeni algoritam nisu adekvatne za poredenje, jer predloZeni algoritam

prikazuje slicne vrednosti kao jednostavne metode, ali uz daleko vece racunarsko vreme.

Primer za 72 sata preskoCenih opservacija sli¢na je kao prethodna dva primera. Imputacija
podataka sa smerom unazad uvek prikazuje najlosije rezultate, dok smer unapred i imputacija
medijalnom vrednos$cu prikazuju najbolje rezultate. Ukoliko se razmatraju samo imputacija
srednjom vrednoS¢u i1 medijalnom vrednos$¢u, u svakom analiziranom slu¢aju medijalna
vrednost daje bolje rezultate. Ukoliko je neophodno koristiti neku od najjednostavnijih metoda
za imputaciju podataka, imputacija medijalnom vrednosc¢u predstavlja bolji izbor od imputacije

srednjom vrednos¢u, uz jednako utroseno racunarsko vreme.
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Slika 12. Rezultati imputacije podataka sa predlozenim algoritmom i poredenje sa
jednostavnim metodama imputacije podataka
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3.2. Primena satelitskih i geofizickih podataka za Klasifikaciju
prostornog polozaja ofiolita isto¢ne Vardarske zone

U narednom primeru bi¢e prikazana primena modela vodenih podacima na podatke koji su
predstavljeni u obliku prostorne serije. Primer primene modela vodenih podacima na prostorne
serije bi¢e prikazan kroz primer prostorne klasifikacije ofiolita- delova okeanske kore sa
afinitetom srednje- okeanskog grebena ili supra- subdukcione zone, koji su tektonski smesteni
na kontinentalnu marginu prilikom zatvaranja okeana. Ofioliti isto¢ne Vardarske zone
predstavljaju kompleksnu jedinicu koja se sastoji od metamorfnih stena (gabro- doleriti,
doleriti, dajkovi dolerita i dr.), dok se rede mogu pronaéi serpentinisani harzburgiti. Preko
slojeva ofiolita uglavnom se nalaze titonski kre¢njaci i/ili sedimenti krede (Dimitrijevié, 1997).

Detaljna sinteza i geoloska evolucija isto¢ne Vardarske zone prikazana je u Boev et al. (2018).

Kombinovanje satelitskih i geofizickih predstavlja novi pravac u prostornoj Klasifikaciji
razliCitih litologija. Takode, prilikom pretraZivanja literature, mogu se naci brojni primeri
primene satelitskih podataka za prostornu klasifikaciju geoloSkih struktura ili litologija,
narocito u slucajevima gde je teren slabo prekriven vegetacijom (Aliyu et al., 2021; Lorenz,
2004; Harris et al., 2005, 2008, 2009, 2014; Schetselaar & Ryan, 2008; Leverington, 2010;
Leverington & Moon, 2012; Behnia et al., 2012; Harris & Grunsky, 2015; Albert & Ammar,
2021). Sa druge strane, kada je teren prekriven vegetacijom ili sedimentima koji nisu predmet
istrazivanja, javljaju se problemi prilikom primene metoda maSinskog ucenja (Leverington &
Moon, 2012; Harris & Grunsky, 2015; Kuhn et al., 2018; Ge et al., 2022). Problemi koji nastaju
pri takvoj vrsti klasifikacije, koja se oslanja iskljuc¢ivo na satelitske podatke, koji predstavljaju
povrsinske podatke, ogledaju se u smanjenom kapacitetu modela za klasifikaciju. Naime,
ulazni podaci u slucaju terena prekrivenog vegetacijom ili sedimentima ne pruzaju informacije
o strukturama koje se nalaze ispod njih. Sa druge strane, geofizi¢ki podaci, poput
gravimetrijskih i magnetometrijskih podataka, sadrze informacije o strukturama ispod
povrsine, §to znaci da bi kombinacija geofizickih podataka i satelitskih podataka trebalo da
omoguci kvalitetan ulaz za klasifikacione modele, bez obzira na pokrivenost strukture ili

litologije koja se klasifikuje.

Cilj ovog primera predstavljen je sa dva dela: prvi deo se odnosi na primenu klasifikacionih

modela masinskog ucenja za prostornu klasifikaciju ofiolita isto¢ne Vardarske zone, sa
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naglaskom na proveru u kojoj meri kombinacija geofizi¢kih podataka i satelitskih podataka
doprinosi uspesnoj klasifikaciji litologije u prisustvu vegetacije. Drugi cilj je da se ispita uticaj
balansiranja klasa ciljne promenljive na rezultate prostorne klasifikacije ofiolita, odnosno, u

kojoj meri odnos klasa ciljne promenljive uti¢e na ukupni izlaz modela.

3.2.1. Korisceni podaci i postavka istrazivanja prostorne klasifikacije ofiolita

Isto¢na Vardarska zona predstavlja istocni deo slozene tektonske zone koja se proteze kroz
centralni deo Balkanskog poluostrva- Vardarske zone (Karamata, 2006; Schmid et al., 2008,
Robertson et al., 2009). Prostire kroz Rumuniju, Srbiju, ¢itavu Severnu Makedoniju, Gréku i
Tursku (Slika 13a). Za potrebe ove disertacije, fokus je na delu istoéne Vardarske zone koji se
nalazi u Severnoj Makedoniji, a koji se grani¢i sa Kopaoni¢kom jedinicom i Srpsko-
Makedonskom masom (Slika 13b). Podela isto¢ne Vardarske zone na trening i test set
prikazana je na slici 13b, kao i1 poloZaj kartiranih ofiolita unutar ove zone u Severnoj

Makedoniji, koji u ovom primeru predstavlja ciljnu promenljivu.
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Slika 13. (a) Digitalni elevacioni model isto¢ne Vardarske zone; (b) Pojednostavljena
geotektonska karta istraznog podrucja (modifikovano prema Robertson et al., 2009); (c)
Polozaj isto¢ne Vardarske zone u Severnoj Makedoniji; (d) PoloZaj Severne Makedonije u
sklopu Evropskog kontinenta

Kao $to je prethodno spomenuto, ofioliti su ciljna promenljiva, dok su satelitski i geofizicki
podaci atributi. Tabela 4 prikazuje spisak svih atributa koris¢enih u ovom primeru. Satelitski
snimci su preuzeti sa Landsat 7 ETM+ sa rezolucijom od 30 metara. Snimci su prosli kroz
standardne metode obrade, ukljucujué¢i geometrijsku i atmosfersku korekciju, filtriranje,
povecanje kontrasta i druge tehnike. Takode, koriS¢eni su odnosi razlicitih kanala, koji su
pokazali dobre rezultate za kartiranje litologije (Bolt & Bruggenwert 1976; Sposito 1989;
Farrand 1997; Longhi et al. 2001; Akhavi et al. 2001; Neville et al. 2003; Al-Rawashdeh et al.
2006), ukljucuju¢i BR1 (odnos kanala 3/1), BR2 (odnos kanala 5/4) i BR3 (odnos kanala 5/7).
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Tabela 4. Prikaz primenjenih atributa za istrazivanje podeljeni prema grupi i tipu podataka

. Tip
Parametar Simbol Grupa podatka Upotreba Ostalo
Landsat 7 ETM+ kanal 1 C1 Satelitski Celobrojni Atribut 0’43;8’52
Landsat 7 ETM+ kanal 2 Cc2 Satelitski Celobrojni Atribut O’Si;g’GO
Landsat 7 ETM+ kanal 3 C3 Satelitski Celobrojni Atribut O,Gi;g,GQ
Landsat 7 ETM+ kanal 4 C4 Satelitski Celobrojni Atribut 0’7;3’90
Landsat 7 ETM+ kanal 5 C5 Satelitski Celobrojni Atribut 1’5;11’75
Landsat 7 ETM+ kanal 7 Cc7 Satelitski Celobrojni Atribut 2’03;121’35
Odnos kanala 1 BR1 Satelitski ~ Sa ostatkom Atribut C3/C1
Odnos kanala 2 BR2 Satelitski ~ Sa ostatkom Atribut C5/C4
Odnos kanala 3 BR3 Satelitski ~ Sa ostatkom Atribut C5/C7
Digitalni elevacioni model DEM Geofizicki Celobrojni Atribut /
Karta Bugeovih anomalija BAM Geofizi¢ki ~ Sa ostatkom Atribut /
Totalni intenzitet
Zemljlnqg RTP Geofizi¢ki  Sa ostatkom Atribut /
magnetnog polja nakon
redukcije na pol
Karta udaljenosti od raseda DF Geoloski  Sa ostatkom Atribut /
Karta polozaja ofiolita Ofioliti Geoloski Kategori¢ki  Ciljna promenljiva /

Geofizi¢ki podaci predstavljeni su digitalnim elevacionim modelom, kartom Bugeovih
anomalija i kartom totalnog intenziteta Zemljinog magnetnog polja nakon redukcije na pol
(Tabela 4). Digitalni elevacioni model preuzet je od ASTER misije sa rezolucijom od 30 m.
Karta Bugeovih anomalija (Bilibajki¢ et al., 1979) potice iz perioda izmedu 1952. 1 1984.
godine izradena od strane Geofizickog instituta. Na podatke je primenjena Kasinisova
jednacina (1930), kao i Bulard A korekcija, Bugeova korekcija i korekcija za slobodan vazduh
prvog reda. Karta anomalija totalnog intenziteta geomagnetnog polja dobijena je
odgovaraju¢im preraCunavanjem karte anomalija vertikalne komponente geomagnetnog polja
(Cvetkov et al., 2016). Nad tako dobijenim podacima primenjena je redukcija na pol (Cvetkov
et al., 2016), uzimajuci u obzir Kenigsebrgov odnos od 0,001 za lokalitet isto¢ne Vardarske

zone (Petrovi¢, 2015).

Digitalizacijom osnovnih geoloskih karata (Pendzerkovski et al., 1963; Rakicevi¢ et al., 1965,
1969, 1973; Ivanovski, Rakicevi¢, 1966; Hristov et al., 1965, 1973; Karajovanovi¢ & Hristov,
1976; Dumurdzanov et al., 1981; Dimitrijevi¢, 1978; Karajovanovi¢ & Hadzi-Mitrova, 1982)
dobijena je ciljana promenljiva, kao i poslednji atribut koji predstavlja udaljenost svake
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lokacije od raseda na istraznom podrucju. Ciljna promenljiva je predstavljena kao binarna
promenljiva, koja oznacava klasu ofiolita (1) ili klasu svih drugih stena (0). U klasu ofiolita
ubrajane su sve stene iz ove grupacije (doleriti, gabro- doleriti, gabrovi, bazaltne pilov lave,
serpentinisani harzburgiti), bez obzira na njihovu medusobnu razli¢itost za prvu iteraciju
istrazivanja, dok je plan za buduca istrazivanja da se unutar klase ofiolita izvrsi detaljna podela

u zavisnosti od sastava.

Radni tok istrazivanja prikazan je na slici 14, gde su prethodno prikazani izvori podataka.
Nakon prikupljanja svih neophodnih podataka, naredni korak predstavlja pripremu setova
podataka. U prvoj iteraciji, set podataka A je kreiran, koji predstavlja nebalansirani set
podataka, odnosno onakav kakav je u izvornim podacima. Odnos klasa u ciljnoj promenljivoj
je 83- 17% u korist klase "ne ofiolita”. Setovi podataka B i C su napravljeni balansiranjem
ciljne promenljive, odnosno nasumi¢nim poduzorkovanjem klase "ne ofiolita". U tom slucaju,
napravljena su dva nova seta podataka: set podataka B, sa odnosom klasa 64- 36% u korist

klase "ne ofiolita", i set podataka C, sa potpuno balansiranom ciljnom promenljivom.

Modelovanje je izvrseno korisé¢enjem dva modela: modela slu¢ajnih Suma i K- najblizih suseda.
Model slu¢ajnih Suma primenjen je na sva tri seta podataka, sa pretrazivanjem broja stabala u
opsegu od 50 do 250 u koracima od 50 stabala. Prva evaluacija obuhvatila je poredenje izmedu
balansiranih i nebalansiranih podataka, kao i odabir najefikasnijeg broja stabala. Analiza
znacajnosti atributa sprovedena je radi identifikovanja 5 najinformativnijih atributa, Sto je
omogucilo odabir finalnog modela sa smanjenim brojem atributa u odnosu na prvobitni model.
Model K- najblizih suseda raden je sa vrednostima K od 1 do 5, sa korakom od 1. Za model K-
najblizih suseda primenjen je umanjen broj atributa, odnosno 5 najinformativnijih atributa iz
modela slu¢ajnih Suma. Na kraju, izvrSeno je poredenje izmedu modela slu¢ajnih Suma 1 K-

najblizih suseda.
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Metodologija

\J

Izvori podataka

* Podaci daljinske detekcije
- LANDSAT 7 ETM+
- Odnos kanala
*» Geofizika
- Karta Bugeovih anomalija
- Totalni intenzitet Zemljinog magnetnog polja nakon redukcije na pol
- Digitalni elevacioni model
* Geologija
- Geoloske karte (ofioliti- ciljna promenljiva)
- Karta udaljenosti od raseda

Prikupljanje podataka

\

Obrada podataka

* Balansiranje trening seta podataka
- Set podataka A (ne-balansiran 83-17%)
- Set podataka B (balansiran 64-36%)
- Set podataka C (balansiran 50-50%)

A 4

Priprema podataka

Modelovanje masinskim uenjem

* Slu¢ajna Suma (broj stabala od 50 do 250 u koracima od 50 stabala)
- Set podataka A
- Set podataka B
- Set podataka C
* Evaluacija modela
- Ne-balansirani (A) ili balansirani (B or C)
- Broj stabala
* Analiza znacajnosti atributa
- Odredivanje 5 najznacajnijih atributa
- Finalni model slu¢ajne Sume sa 5 najznacajnijih atributa
* K- najblizih suseda (k=1...5 sa korakom od 1)

- K- vrednost L. ) o
» Poredenje modela slu¢ajne Sume i K-najblizih suseda

Modelovanje i evaluacija

Slika 14. Radni tok istrazivanja prostorne klasifikacije ofiolita isto¢ne Vardarske zone

Tabela 5 prikazuje raspodelu podataka u trening i test setovima za sve tri grupe podataka
koris¢ene u ovom istrazivanju. Set podataka A sadrzi najveci broj podataka u trening setu, sa

ukupno 328 hiljada podataka i odnosom izmedu klasa 83- 17%. Set podataka B sadrzi upola
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manje podataka u trening setu (155 hiljada), ali je odnos klasa bolje balansiran u odnosu na
inicijalni set, sa 64- 36%. Set podataka C ima najmanji broj podataka u trening setu, sa ukupno
110 hiljada podataka i potpuno izbalansiranim klasama ofiolita i ne ofiolita. Test set podataka
je isti za sva tri seta, sa oko 200 hiljada podataka i velikim disbalansom izmedu klasa ofiolita i
ne ofiolita (93- 7%).

Tabela 5. Raspodela klasa ciljne promenljive u tri seta podataka za prostornu klasifikaciju
ofiolita istoCne Vardarske zone

Set podataka A
011 101 Suma [/] 0 [%6] 1 [%]
Trening 273106 55454 328560 83% 17%
Testing 189116 12138 201254 93% 7%
Suma 462222 67592 529814 87,20% 12,80%
Set podataka B
01 101 Suma [/] 0 [%6] 1 [%]
Trening 100000 55454 155454 64,30% 35,70%
Testing 189116 12138 201254 93% 7%
Suma 289116 67592 356 708 81% 19%
Set podataka C
01 101 Suma [/] 0 [%6] 1 [%]
Trening 55454 55454 110908 50% 50%
Testing 189116 12138 201254 93% 7%
Suma 244570 67592 312162 78% 22%

0- klasa ne ofiolita; 1 - klasa ofiolita;
Sum - Ukupan broj podataka po setu podataka

3.2.2. Rezultati modelovanja vodenih podacima za Kklasifikaciju prostornog
polozaja ofiolita

Prva iteracija rezultata dobijenih modelovanjem vodenim podacima prikazana je na slici 15,
gde se moze uociti da za parametar ta¢nosti postoji vrlo mala razlika izmedu sva tri seta
podataka, koja ne prelazi 1,3%. Parametar preciznosti pokazuje znacajne razlike izmedu tri
seta, pri Cemu set podataka A ima najvece vrednosti. Sa druge strane, F1-mera za klasu ofiolita,
koja je kljucni parametar, pokazuje razliku od 15,4% u korist seta podataka C. Svi prikazani
modeli imaju zadovoljavajuce vrednosti AUC parametra, koji se krec¢u u opsegu od 82,2% do
85,9%. Stopa tacno pozitivnih instanci pokazuje najvece vrednosti kod seta podataka C sa

12,7%, dok najnize vrednosti ima set podataka A. Na osnovu prikazanih kvantitativnih mera
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kvaliteta modela, moze se zakljuciti da je set podataka C najbolji od tri pripremljena seta

podataka za postupak sprovedenog modelovanja.

5 0'927e 0.94
TacCnost 0 0.927, 094 1
. 0.94 » 0.946
Preciznost 0 i e—— oo 0:433 1
0.9623)&969
F1- mera 0 002 0.174 1
0.822=-0.859
AUC 0 0.825, . g 0.858 1
0.979= '0.999
TP stopa 0901 0.127 1
0.873 g K-
FP stopa 0_ _o.021 1
0.0]~_ IIlI0.127
TN stopa 0 0.97%.5 1
« =0.021
FN stopa 0 0.873 s O
Statisticka 257505
jednakost ‘e %228
Legenda
— Kilasa 0 (klasa ne ofiolita); —— Klasa 1 (klasa ofiolita)

e Set podataka A; Set podataka B; ¢ Set podataka C

Slika 15. Odabrane mere kvantitativne ocene kvaliteta modela klasifikacije

Drugi vid evaluacije modela prostorne klasifikacije ofiolita moZe se izvrSiti prikazivanjem
instanci koje je model klasifikovao kao klasu ofiolita na test prostoru. Slika 16 prikazuje
rezultate modela slu¢ajnih Suma koji su koristili 50, 100 1 250 stabala, primenjenih na sva tri
seta podataka (A, B 1 C). Kao $to je prethodno prikazano, set podataka A pokazuje najlosiji
balans izmedu klase ofiolita i neofiolita u trening setu podataka (83- 17%), dok su druga dva
seta podataka bolje izbalansirana. Zbog toga, model slucajnih Suma sastavljen od seta podataka
A prikazuje najmanji broj instanci koje je klasifikovao kao klasu ofiolita (935 za 50 stabala i
oko 300 za 100 i 250 stabala). Sa druge strane, set podataka sa potpuno uravnotezenim klasama
ofiolita i neofiolita prikazuje najveci broj instanci klasifikovanih kao ofioliti, oko 5 hiljada.
Slicno daje i parametar statistiCke jednakosti prikazanim na slici 15, gde set podataka C
pokazuje najvecu statisticku jednakost za klasu ofiolita. Takode, potrebno je naglasiti da je

Tabela 5 pokazala da set podataka A sadrzi otprilike tri puta viSe podataka u trening setu u
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poredenju sa setom podataka C, ali je set podataka C pokazao najbolje rezultate medu sva tri
seta. Drugim re€ima, i sa tri puta manjim brojem podataka, balansiranjem klasa ciljne

promenljive moguce je postici bolje klasifikacije.

Prethodno je prikazano da je model slucajnih Suma, koriS¢enjem seta podataka C, najbolji, a
unutar svih napravljenih modela (5), postoji vrlo mala razlika u parametrima evaluacije
modela. Sli¢na situacija je i sa kartom raspodele klasifikovanih instanci ofiolita na test

podrudju, gde su razlike izmedu modela minimalne, pa je odabran model sa 100 stabala.

Takode, potrebno je interpretirati relativno malu vrednost F1- mere za klasu ofiolita na test
podrucju. Vrednosti F1- mere iznose 17,4%, $to nije velika vrednost i ukazuje na potrebu za
daljim unapredenjem modela. Ipak, vazno je napomenuti da je model u dobroj meri prikazao
prostornu logiku rasporeda ofiolita na test podru¢ju. Naime, ofioliti se nalaze na tri grupisane
lokacije. Prva lokacija je na severozapadnom delu test podrucja, druga, manja lokacija se nalazi
na jugoistoénom delu, dok tre¢a lokacija Cini pojas koji se proteze od jugozapada do
severoistoka. Klasifikovane instance modela ta¢no prikazuju te lokacije, iako nisu sve instance

ofiolita klasifikovane ispravno (Slika 16).

Analiza znacajnosti atributa pokazala je da su pet najinformativnijih atributa: karta Bugeovih
anomalija, karta udaljenosti od raseda, digitalni elevacioni model, karta totalnog intenziteta
Zemljinog magnetnog polja i odnos kanala 3 (BR3). Sa druge strane, medu atributima sa
najmanjom informativnoS$¢u za model nalaze se kanal 4 Landsat satelitskih snimaka, odnos

kanala BR1 i BR2, kao i ostali kanali Landsat satelitskih snimaka.
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Slika 16. Primer klasifikacije za model sluc¢ajne Sume; (a) Nebalansirani- A set podataka; (b)
Balansirani- B set podataka i (c) Balansirani- C set podataka; Crno- kartirani ofioliti; Crveno-
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Prilikom konstrukcije modela sa samo 5 najinformativnijih atributa, koji su prethodno
prikazani, dobijene su relativno uporedive vrednosti kvantifikacije modela klasifikacije. Na
primer, parametar tacnosti kod modela sa svim atributima iznosi 92,7% za klasu ofiolita, dok
je kod modela sa samo 5 najinformativnijih atributa 92,2%. Sa druge strane, vece razlike
prikazuju parametri preciznosti (27,4% i 18,2%) i F1- mere (17,4% i 11,8%) za klasu ofiolita,
dok je parametar AUC pokazao slicne vrednosti (85,2% 1 83,1%). Takode, prilikom ove analize
1 smanjenja broja atributa, vazno je uporediti i utroSeno racunarsko vreme. U ovom slucaju,
kada se posmatra razlika u utro§enom racunarskom vremenu (210 i 93 sekunde) nije znac¢ajna,
ali razlika od 55% manje utroSenog racunarskog vremena moze, za veca istrazna podrucja sa
veéim brojem atributa i mozda viSe klasa ciljne promenljive, doneti znacajne uStede na

raCunarskom vremenu, uz minimalno Zrtvovanje kvaliteta modela.

Nastavak istrazivanja predstavlja primenu modela K- najblizih suseda sa pet najinformativnijih
atributa, koji su prethodno kori§¢eni u modelu sluc¢ajnih Suma. Poredenje modela sluc¢ajnih
Suma i K- najblizih suseda prikazuje najvecu razliku u parametru statisticke jednakosti. Naime,
kod modela slu¢ajnih Suma ovaj parametar iznosi 2,8%, dok kod modela K- najblizih suseda
vrednost iznosi oko 6,6%, §to je blize stvarnoj raspodeli klasa u test setu podataka (93- 7%).
Drugi znacajan uvid iz parametra statisticke jednakosti je da model K- najblizih suseda
klasifikuje oko dva i po puta vise instanci kao ofiolite. Parametar F1- mere za model K-
najblizih suseda varira od 17,6% do 19,3%, Sto je uporedivo sa vrednostima parametra
slu¢ajnih Suma. Parametar AUC, sa druge strane, pokazuje niZe vrednosti, u opsegu od 56,3%
do 65,1%. Preciznost modela K- najblizih suseda se kre¢e u opsegu od 16,8% do 18,9%, $to je
manji opseg u poredenju sa modelom slucajnih Suma. Medutim, ove vrednosti nisu uporedive
sa vrednostima sa Slike 15, jer su na slici 15 prikazani i setovi podataka A i B, koji nisu testirani

kod modela K- najblizih suseda.

Slika 17 prikazuje klasifikacije modela K- najblizih suseda, gde se moze uoditi da, kao $to se i
ocekivalo, ovaj model klasifikuje ve¢i broj instanci kao klasu ofiolita, sa oko 13 hiljada
instanci, dok je model slu¢ajnih Suma klasifikovao oko 5 hiljada instanci kao ofiolite. Takode,
kao 1 kod modela slucajnih Suma, iako model K- najblizih suseda nije klasifikovao veliku
ve¢inu instanci ofiolita kao ofiolite, on je ipak prikazao dobru prostornu raspodelu
klasifikovanih instanci, koje se uklapaju u opsti trend prostorne raspodele ofiolita na test

podrudju.
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Slika 17. Prostorne klasifikacije modela K- najblizih suseda za vrednosti K parametra 1- 3
Crno- kartirani ofioliti; Crveno- klasifikovane instance ofiolita od strane modela

Prilikom poredenja modela slucajne Sume 1 K- najblizih suseda, prethodno je prikazano da je
model slu¢ajnih Suma postigao bolje rezultate, Sto je naro€ito vidljivo u parametru AUC. Drugi
nacin da se prikazu razlike izmedu ova dva modela predstavlja analiza Karti lazno pozitivnih
instanci (Slika 18). Moze se uociti da model K- najblizih suseda klasifikuje duplo vise instanci
kao lazno pozitivne u poredenju sa modelom sluc¢ajnih Suma, 1 to kako za pun set atributa, tako
1 za set sa 5 najinformativnijih atributa. Takode, razlika u FP stopi za klasu ofiolita izmedu
modela sluéajnih Suma (2,1%) i modela K- najblizih suseda (5,8%) je oCigledna. Drugim
reCima, iako model K- najblizih suseda prikazuje relativno dobru raspodelu klase ofiolita
(6,6%) koja je bliska stvarnoj raspodeli klase ofiolita u test setu podataka (7%), veliki broj tih

instanci je klasifikovan kao lazno pozitivan.

Model K- najblizih suseda, kao §to je prethodno prikazano, pokazuje najvecu klasifikacionu
mo¢ uz mali broj atributa. Zbog toga je odluceno da se u ovom primeru koristi model K-
najblizih suseda sa samo pet najinformativnijih atributa, jer se ocekivalo da ¢e ovaj pristup dati
najbolje rezultate. Sa druge strane, model slucajnih Suma pokazuje izuzetnu sposobnost
modelovanja kompleksnih i nelinearnih odnosa izmedu atributa 1 ciljne promenljive, te je zbog
toga model sluc¢ajnih Suma sa 100 stabala i 5 najinformativnijih atributa izabran kao najbolji 1
finalni model. Model sa 5 najinformativnijih atributa i 100 stabala predstavlja kompromis

izmedu utro$enog racunarskog vremena, lakog proSirivanja i adaptiranja za dalja istrazivanja i
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dobrih kvantitativnih vrednosti mera modela, uz odli¢nu prostornu raspodelu klasifikovanih

ofiolita.
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Slika 18. Lazno pozitivne instance; (a) Model slu¢ajnih Suma sa potpunim setom atributa; (b)
Model slucajnih Suma sa pet najinformativnijih atributa i (¢) Model K- najblizih suseda sa K-
vrednosti od 5; Crno- kartirani ofioliti; Plavo- lazno pozitivne instance od modela

Prikazane laZzno pozitivne instance na test setu podataka, pored poredenja izmedu modela 1
odabira najboljeg finalnog modela, pruzaju jo$ jednu vrlo bitnu informaciju. Kao §to je
prethodno objasnjeno, satelitski podaci su povrSinski podaci, tj. ne sadrze informacije o
podpovrsinskoj gradi. Sa druge strane, primenjeni geofizicki podaci (karta Bugeovih anomalija
i karta totalnog intenziteta Zemljinog magnetnog polja nakon redukcije na pol) nose

informacije o strukturama u podpovrsini.

Prilikom konstrukcije ciljne promenljive koriS¢ene su osnovne geoloske karte koje prikazuju
kartirane ofiolite sa povrSine terena. Na taj nacin, modelu je data ciljna promenljiva koja je
povrsinski vezana, dok su atributi sadrze informacije o strukturama u podpovrsini (geofizicki
podaci) i atributi koji su takode povrSinski vezani (satelitski podaci). Drugim re¢ima, model ne
prepoznaje da li su atributi i ciljna promenljiva povezani sa povrSinom ili dubinom. Poznato je

da je ciljna promenljiva povrSinski vezana jer je kartiranje izvr§eno sa povrSine terena.

Zbog ovoga, karta lazno pozitivnih instanci se moze drugacije interpretirati. Lazno pozitivne

instance mogu ukazivati na lokacije u test setu podataka koje nemaju ofiolite na povrsini terena,
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ali ih ima u podpovrsini. U tom slu¢aju, prema lazno pozitivnim instancama, mogu se rasc¢laniti
dve grupe:
- Stvarno lazno pozitivne instance- Lokacije u kojima ofioliti nisu prisutni ni na
povrsini, ni na odredenoj dubini i
- Prividno lazno pozitivne instance- Lokacije u kojima ofioliti nisu prisutni na

povrsini, ali se nalaze na odredenoj dubini i nisu kartirani.

Rasclanjivanje stvarno i prividno lazno pozitivnih instanci zahteva terenski rad i verovatno
odredena istrazna buSenja, §to moze biti ekonomski neisplativo. Sa druge strane, karta lazno
pozitivnih instanci moze biti koristan ulaz za dalja istrazivanja i potvrdu od strane drugih
disciplina koje se bave tektonikom, strukturom i genezom istoéne Vardarske zone ukoliko se

model u daljem istrazivackom radu unapredi.

Da bi se ispitalo da li je moguée unaprediti prostornu klasifikaciju ofiolita, model koji je
prethodno davao najbolje rezultate (sluajne Sume) zamenjen je modelom ekstremnog
povecéanja gradijenta. Takode, prostor pretrazivanja hiperparametara je proSiren: broj stabala
je povecan na interval od 50 do 1000 stabala sa korakom od 10. Funkcija pretrazivanja
hiperparametara promenjena je 1 sada je predstavljena nasumicnim pretraZzivanjem
hiperparametara, sa ukupno 100 modela. Drugi klju¢ni hiperparametar modela ekstremnog
povecéanja gradijenta, stopa ucenja, definisan je u opsegu od 0,005 do 0,3, sa korakom od 0,005,
takode uz nasumicno pretrazivanje hiperparametara. Najznacajnije unapredenje u ovoj iteraciji
istrazivanja predstavlja dodatak novog atributa, nazvanog "karta udaljenosti od reke". Podaci
o prostornoj raspodeli reka na trening i test podru¢ju pretvoreni su u kartu (digitalizovanjem),

koja je zatim dodata kao novi atribut modelu.

Ukupno su izvrSena dva testa kako bi se kvantifikovalo koliko svaki od dva prethodno
prikazana noviteta doprinosi unapredenju modela. Prvi test se sastoji u zameni modela
slucajnih Suma modelom ekstremnog povecanja gradijenta, bez dodavanja atributa karte
udaljenosti od reka. Drugi test ukljuc¢uje dodavanje pomenutog atributa na ve¢ postoje¢i model
ekstremnog povecanja gradijenta, nakon Cega se vrsi poredenje izmedu ocena kvaliteta modela.
Tabela 6 prikazuje rezultate modela ekstremnog povecanja gradijenta bez dodatka atributa
karte udaljenosti od reka, kao 1 modela ekstremnog povecanja gradijenta sa dodatim atributom
karte udaljenosti od reka. Poredenje modela bez atributa karte udaljenosti od reka sa modelom

slu¢ajnih Suma koji je koristio ceo set atributa pokazuje relativno slicne vrednosti preciznosti
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za klasu ofiolita (27,4% 1 26%), ali 1 povecanje stope ta¢no pozitivnih instanci za 12,3% (sa
12,7% na 25%) i poboljsanje F1- mere za klasu ofiolita sa 17,4% na 25%. Samo zamena modela
slu¢ajnih Suma modelom ekstremnog poveéanja gradijenta, uz unapredenje pretrazivanja
hiperparametara, ve¢ je dala znafajno pobolj$anje u rezultatima. Sa druge strane, kada se
atribut karte udaljenosti od reka doda modelu, poboljSanja su jo§ izrazenija, ukljucujuéi 5,6%
povecanje preciznosti, 16,3% povecanje stope tacno pozitivnih instanci 1 13,6% poboljSanje

F1- mere za klasu ofiolita.

Tabela 6. Kvantifikacija modela iz druge iteracije istrazivanja

Preciznost Stopa TP F1- mera
Model/Klasa
0 1 0 1 0 1
Bez atributa 0,95 0,26 0,95 0,25 0,95 0,25
udaljenosti od reka
Sa atributom 0,95 0,33 0,96 0,29 0,96 0,31

udaljenosti od reka

Slika 19 prikazuje prostorni polozaj istinitih (kartiranih) ofiolita, prostorni polozaj
klasifikovanih ofiolita, kao i polozaj reka i trase raseda na test podru¢ju. Kao i u prethodnim
primerima, model je odgovarajuée prikazao prostornu raspodelu ofiolita na test podrucju
istocne Vardarske zone. Model je tano prikazao da se ofioliti nalaze u tri grupe: severozapadni
deo, centralni pojas i mali deo jugoisto¢nog dela test podrucja. Pored poboljSanja kvaliteta
modela, ostaje objasnjenje za razlog tog poboljsanja. U prvoj iteraciji odgovor je jasan-
promena modela i1 proSirenje prostora pretraZivanja hiperparametara dovelo je do pocetnog

povecanja kvaliteta modela.

Drugi korak u poboljsanju kvaliteta modela rezultat je uvodenja atributa karte udaljenosti od
reka. Geolosko objasnjenje za ovo pobolj$anje moZe se naci u ¢injenici da se ofioliti Zdraljice
1 KurSumlije uglavnom nalaze u blizini reka. Prisustvo izdanaka ofiolita u blizini reka moze se
povezati sa erozijom koju su reke vrsile tokom vremena, uklanjajuéi povrsinske slojeve, dok
su ofioliti ostali skriveni, slicno se pretpostavlja i na primeru iz Severne Makedonije. Sa
stanoviSta masinskog ucenja, jedno od moguc¢ih objasnjenja je da je kompleksna i
najverovatnije nelinearna kombinacija svih atributa, ukljucujuci atribut karte udaljenosti od
reka, omogucila modelu da postigne znacajno bolju sposobnost klasifikacije u odnosu na
prethodni model, ¢ime je efikasnije razlikovao ofiolite od drugih litologija na test setu

podataka.
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Slika 19. Klasifikacija ofiolita druge iteracije istrazivanja; Zuto- Kartirani ofioliti; Zeleno-
klasifikovani ofioliti od strane modela: Crveno- trasa raseda; Plavo- trasa reka
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3.3. Primena metoda masinskog ucenja na podatke signala vrlo niske

frekvencije (VLF) koji se prostiru sub- jonosferski

Niska jonosfera prostire se u rasponu visina od 50 do 90 km iznad Zemljine povrsi (Fedrizzi et
al., 2002) i predstavlja zonu koja varira u jonizaciji pod uticajem Sunca, kao i u skladu sa
efektima solarnih flerova (eng. Solar flares) (Mitra, 1978; Ohya et al., 2006; Kumar et al.,
2014; Ahmedov et al., 2020). Pored efekata solarnih flerova, na jonosferu takode uti¢u
izbacivanja koronalne mase. Moderni komunikacioni sistemi, kao §to su sateliti, navigacioni
sistemi i drugi radio signali, prostiru se u rasponu visina koja odgovaraju jonosferi. Zbog toga,
uticaj ekstraterestrickih pojava na jonosferu moze imati znacajan efekat na komunikacione

sisteme.

Znacaj primene modela vodenih podacima za podatke niske jonosfere ogleda se u dva klju¢na
primera. Prvi primer predstavlja primenu modela masinskog ucenja za klasifikaciju i detekciju
anomalija na signalu vrlo niske frekvencije (VLF). Ovaj primer je znacajan jer primena metoda
masinskog u€enja omogucava klasifikaciju nepozeljnog VLF signala. Drugi primer se odnosi
na upotrebu masinskog ucenja za odredivanje parametara niske jonosfere, kao $to su visina
reflektovanja i1 oStrina granice reflektovanja VLF signala prilikom njihove sub-jonosferske
propagacije. Za modelovanje ovih parametara standardno se koristi vrlo kompleksna metoda,
te primena masinskog ucenja predstavlja potencijalnu alternativu koja zasluzuje dodatnu

istrazivanja.

U oba prethodno navedena primera, jedan od glavnih uzro¢nika poremecaja niske jonosfere su
solarni flerovi. Solarni flerovi predstavljaju kratkotrajne, vrlo intenzivne izbacaje
elektromagnetnog zraCenja sa Suneve povrsine. Zracenje stigne do Zemljine okoline u vrlo
kratkom vremenskom periodu (reda veli¢ine do nekoliko minuta), dok u slu¢aju izbacivanja
solarne koronalne mase (eng. Coronal mass ejections), materijal stize u duzem vremenskom

periodu, obi¢no u trajanju od nekoliko dana.

Solarni flerovi se klasifikuju prema intenzitetu, pri ¢emu se prema konvenciji intenzitet
solarnog flera oznacava klasom (slovna oznaka), pored koje se nalazi broj koji preciznije
oznaCava njegovu jacinu. Tabela 7 prikazuje klase solarnih flerova prema intenzitetu X-

zracenja, gde su solarni flerovi X- klase najintenzivniji 1 generalno najredi, solarni flerovi M-
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i C- klase su slabiji i ¢eSc¢e se javljaju, dok su flerovi B- klase najslabiji (ako se izuzme A-
klasa).
Tabela 7. Klase solarnih flerova prema intenzitetu X- zracenja

Klasa solarnog flera  Intenzitet [Wm]

X > 10"
M 105<10*
C 10°<10°
B <10
A <107

Gornja granica za intenzitet solarnih flerova ne postoji; neki od najjacih zabelezenih solarnih
flerova ukljucuju X40+ koji se dogodio 4. novembra 2003. godine, X28,57 koji se dogodio 2.
aprila 2001. godine i X24,57 koji se dogodio 28. oktobra 2003. godine. Verovatnoéa za
nastanak velikog solarnog flera varira sa solarnim ciklusom (eng. Solar cycle), koji je definisan
brojem Suncevih pega i prikazuje ciklicnost koja traje oko 11 godina. Tokom solarnog
maksimuma, verovatno¢a za pojavu jakog solarnog flera je veca, ali treba napomenuti da
postoje izuzeci, da su se neki od najja¢ih solarnih flerova dogodili van perioda maksimuma
solarnog ciklusa, kao sto su dva pomenuta solarna flera iz 2003. godine, koja su se dogodila na
silaznoj grani solarnog ciklusa 23, dok je solarni fler iz 2001. godine javio tokom solarnog

maksimuma.

3.3.1. Primena metoda masSinskog ucenja za detekciju anomalije amplitude
jonosferskog VLF signala

Kao $to je prethodno prikazano, prvi primer se odnosi na primenu masinskog ucenja za
detekciju anomalnog VLF signala. Pod terminom ,,anomalni® VLF signal podrazumeva se
svaki signal koji odstupa od normalnog, dnevnog VLF signala. U ovu kategoriju spadaju
instrumentalne greske ili Sum na signalu (Slika 20a, c), efekti solarnih flerova (Slika 20b, ¢, d),
podaci koji odstupaju izvan oc¢ekivanog opsega (eng. outlier data points) (Slika 20b), kao i
no¢ni VLF signal. U prvoj iteraciji istrazivanja, sve ove grupe se svrstavaju U anomalnu klasu,

dok normalni dnevni signal pripada normalnoj klasi VLF podataka.
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a) NAU- Valsenburg

(25. Oktobar 2011 12:39 UT- 25. Oktobar, 2011 20:59 UT)
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Slika 20. Primer anomalnih podataka na signalu amplitude VLF signala

Svrha ovog istraZivanja je prvenstveno razvijanje algoritma za automatsko ,.CiS¢enje®
podataka. Ci§éenje VLF signala od neZeljenih vrednosti je vremenski intenzivan proces koji
istraziva¢ mora obaviti ru¢no. Razvoj algoritma koji moZe da razlikuje normalni od anomalnog
signala znaCajno bi ustedeo vreme i trud istrazivaca. Takode, ako se razvije viSeklasni
algoritam, moguce je izdvojiti specifi¢ne delove signala, kao $to su solarni flerovi ili no¢ni
VLF signali, za dalju analizu. Pored toga, postoji i mogucnost razvoja algoritma koji bi mogao
da detektuje razlicite karakteristike VLF signala u (skoro) realnom vremenu §to bi potencijalno

bilo od velikog znacaja, sa obzirom da se trenutno sve analize i dalje rade na "starim" signalima.

3.3.1.1.  Postavka istrazivanja, radni tok algoritma i kori$¢eni podaci

Podaci korisc¢eni za ovaj primer prikupljeni su u formi vremenskih serija, pri ¢emu je zavisna
varijabla predstavljena amplitudom VLF signala. U ovom istrazivanju koris¢eno je 5 VLF
predajnika: NPM, NLK, NML, NAA, i NAU, te 4 prijemnika: Valsenburg (eng. Walsenburg),
Oklahoma istok (eng. Oklahoma East), Oklahoma jug (eng. Oklahoma South) i Seridan (eng.
Sheridan). Ukupno je analizirano 19 parova predajnik- prijemnik. VVremenski period analize
podataka obuhvata septembar 2011. godine, kada su zabeleZeni solarni flerovi klasa C2,5 do
X2,1, koji su koris¢eni za trening set, dok je test set obuhvatio podatke iz oktobra 2011. godine,

sa solarim flerovima klasa C5,5 do M1,5.
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Podaci su prethodno ru¢no oznaceni i filtrirani za potrebe Sireg istrazivanja, §to je omogucilo
da se, bez potrebe za ponovnim obelezavanjem, filtrirani i1 nefiltrirani podaci spoje u
jedinstvenu bazu podataka (Slika 21). Za modelovanje masinskim ucenjem, u ovu
kombinovanu bazu podataka dodati su podaci 0 X- zracenju, lokalnom vremenu prijemnika i
definisana ciljana promenljiva. Ciljna promenljiva je predstavljena binarnom klasom: podaci
koji su se pojavili u obe grupe (filtrirani i nefiltrirani) predstavljaju normalnu klasu VLF signala
(klasa 0), dok podaci koji su bili prisutni u originalnim podacima, a preskoceni u filtriranim,

predstavljaju anomalnu klasu (klasa 1).

Filtriranje podataka o X- zracenju i amplitudi VLF signala omogucilo je verifikaciju da nisu
ostali nerealni podaci (npr. -9999 ili 999) koji u sebi nose informaciju o instrumentalnim
greSkama kao i o izostanku registracija. Otkrivanje atributa u ovom sluc¢aju obuhvatilo je
primarne atribute, kao $to su amplituda VLF signala i X- zracenje, dok su sekundarni atributi
ukljucivali lokalno vreme prijemnika, kao i kodirane informacije o prijemnicima i
predajnicima. Tercijarni atributi su obuhvatali izvedene vrednosti kao §to su klizne srednje
vrednosti, standardna devijacija, medijana, prethodne vrednosti signala, stopa promene, prvi i
drugi diferencijal, kao i kategori¢ke vrednosti koje prikazuju da li je podatak ve¢i od srednje

vrednosti ili medijalne vrednosti.

Za klizne vrednosti koriS¢eni su prozori od 5, 20 1 180 minuta, dok su prethodni podaci
obuhvatili intervale od 1 do 5 minuta. Poslednji koraci ukljuc¢ivali su oznacavanje trening i test
podataka, kao i balansiranje ciljne promenljive pomoc¢u metode nasumi¢nog poduzorkovanja.
Modelovanje je vrSeno upotrebom modela slu¢ajnih Suma, sa maksimalnim brojem stabala od
500, minimalnim od 100, i korakom od 100 stabala. Nakon modelovanja, izvrSena je evaluacija
zbirnog modela, dok su zatim analizirani pojedina¢ni parovi predajnik- prijemnik. Pored toga,

uradene su analize utroSenog racunarskog vremena i znacajnosti atributa.
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Slika 21. Radni tok modelovanja za detekciju anomalije na signalu amplitude VLF signala

3.3.1.2.  Rezultati klasifikacije amplitude jonosferskog VLF signala

Izlaz zbirnog modela testiranog na test setu podataka prikazuje sledece rezultate: preciznost od
84%, F1- meru od 84,5% i AUC parametar od 84,6%. Zbirni model je pokazao da su modeli
generalno dobro trenirani i da razlika izmedu broja stabala nije zna¢ajna. Iako zbirni model,
koji ukljuéuje podatke svih 19 parova predajnik- prijemnik, daje solidne zbirne rezultate, on ne
pruza dovoljno informacija o odstupanjima pojedina¢nih parova predajnik- prijemnik, zbog

Cega je potrebna detaljnija analiza.

Detaljnija analiza je omogucena kroz pojedinacne parove predajnik- prijemnik, s§to je
omogucilo da se identifikuju parovi za koje model daje tacne klasifikacije, kao 1 oni za koje
nije. Na slici 22 prikazane su vrednosti F1- mere za klasu anomalnih vrednosti, koje variraju
od 0,31 do 0,71. U svim prikazanim slucajevima (sa Slike 22), jasno je da model bolje
klasifikuje klasu normalnih podataka nego klasu anomalnih podataka. Sa obzirom na izrazenu
razliku u raspodeli klasa u test setu (85% za normalne vrednosti i 15% za anomalne), modelu

je teze da tacno klasifikuje anomalni signal.
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Takode, primer sa slike 22 pokazuje da je neophodno analizirati pojedinacne slucajeve kako bi
se dobio detaljan uvid u sposobnost modela da klasifikuje anomalni VLF signal, §to ¢e biti

prikazano u narednim primerima.
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Slika 22. Odabrane mere kvantifikacije modela klasifikacije prema pojedina¢nim parovima
predajnik- prijemnik

Primer dobre klasifikacije podataka prikazan je na slici 23, gde je klasifikovano nekoliko
karakteristi¢nih delova amplitude VLF signala. Slika 23a prikazuje dve instrumentalne greske.
Prva greska se manifestuje kroz nasumi¢no merene vrednosti u trajanju od 6 minuta, gde se
vrednosti nasumi¢no variraju. Klasifikacija modela za te vrednosti nije bila uspes$na, jer ih je
model klasifikovao kao normalni VLF signal. Druga greska javlja kao vrednosti signala koje

su jednake nuli, $to je model adekvatno prepoznao kao anomalni signal.

Na pocetku signala sa Slike 23a vidi se efekat solarnog flera klase C2,4, koji je model uspesno
klasifikovao. Na kraju signala, model je klasifikovao deo normalnog signala kao anomalni
signal kratkog trajanja. Takve greSke nisu od velikog znacaja, jer ¢e u budu¢im fazama razvoja
metode biti moguce filtrirati kratkotrajne lazno pozitivne vrednosti primenom klaster analize

(eng. Cluster analysis).

Slika 23b prikazuje primer uticaja Sest uzastopnih solarnih flerova u opsegu od klasa C1,3 do
C3,5. Tri najjaca flera (klase C3,5, C3,4 i C2,4) su uspesno klasifikovana, dok su manji solarni

flerovi, poput klasa C1,3, C1,5 i C1,7, bili preskoceni ili samo delimi¢no klasifikovani.
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Ovaj rezultat pokazuje da model ima vecu uspesnost u klasifikaciji jacih solarnih flerova, Sto
je 1 ofekivano. Jaki solarni flerovi uzrokuju zna¢ajne promene u amplitudi VLF signala i X-
zraCenju jer su visokog X- zracenja, §to je 1 vidljivo na Slici 23b, gde model uspesno klasifikuje

tri najjaca solarna flera koja uzrokuju velike promene u oba signala.
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Slika 23. Primeri zadovoljavajuce Klasifikacije modela; (a) Par predajnik- prijemnik NPM-
Valsenburg; (b) Par predajnik- prijemnik NAA- Valsenburg
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Takode, bilo je i slucajeva gde je model prikazao vrlo loSe klasifikacije amplitude VLF signala,
kao $to je prikazano na slici 24. U prvom primeru (Slika 24a), moguce je videti uticaj ukupno
Sest solarnih flerova u opsegu klasa od C1,1 do C3,5. Model je klasifikovao skoro celu trasu
signala kao anomalnu, iako je jasno vidljivo na ru¢no klasifikovanom signalu postojanje Sest
individualnih solarnih flerova, koji su medusobno razdvojeni normalnim signalom. Vazno je
napomenuti da je koli¢ina smetnji na ovoj trasi velika, §to je verovatno predstavljalo problem

modelu u ta¢noj klasifikaciji.

Situacija na slici 24b je bolja $to se ti¢e Suma, iako Sum i dalje postoji, on je manje izrazen
nego na slici 24a. Na ovom primeru se jasno vide tri solarna flera, od kojih su dva slabijeg
intenziteta (C1,1 i C1,3), dok je jedan solarni fler jaceg intenziteta (C5.4). Kao i u prethodnom
slu¢aju, model je klasifikovao skoro celu trasu kao anomalnu. Ukoliko se posmatra X- zracenje
za dva solarna flera slabijeg intenziteta, moze se primetiti da su odstupanja gotovo neprimetna
na trasi X- zracenja, pa loSe oznacavanje tog dela signala nije bilo iznenadujué¢e. Medutim,
oznacavanje anomalnog signala klase C5,4, koji ima izraZzena odstupanja u X- zra¢enju, nije

bilo oéekivano.
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Slika 24. Primeri lose klasifikacije modela; (a) Par predajnik- prijemnik NML- Oklahoma
Jug; (b) Par predajnik- prijemnik NML- Oklahoma Jug

Primeri sa Slike 25 prikazuju interesantne sluc¢ajeve koji obuhvataju kombinaciju jacih solarnih
flerova sa podacima koji izlaze iz okvira ostalih podataka (Slika 25a) ili kombinaciju jakih
solarnih flerova sa instrumentalnim greSskama (Slika 25b). Solarni fler klase M1,3, kod kojeg
se u fazi smirivanja aktivnosti javio solarni fler slabog intenziteta klase C1,6, prikazan je kao

delimi¢no dobro klasifikovan na slici 25a. Nedostatak ove klasifikacije je u tome Sto je silazna
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grana solarnog flera klase M1,3 klasifikovana samo do polovine kao anomalni signal, dok je
drugi deo klasifikovan kao normalan signal. Drugi najjaci solarni fler sa slici 25a (C2,8) je u
potpunosti klasifikovan, kao i solarni fler klase C1,6 na kraju signala (iako je duzina anomalnog
signala trebala biti kraca od prikazane). Individualni podaci koji izlaze van okvira susednih

podataka, kojih ima Cetiri na Slici 25a, su ve¢inom loSe klasifikovani kao normalan signal.

Slika 25b prikazuje kombinaciju vrlo jakog solarnog flera klase X2,1 sa preskocenim
opservacijama, odnosno instrumentalnim greSkama. Za potrebe ovog primera, trening i test
podaci su bili obrnuti kako bi se omogucio primer klasifikacije solarnog flera X- klase. Kao §to
se moze videti, klasifikacija takvog solarnog flera bila je zadovoljavajuca, kao i klasifikacija
instrumentalne greske, iako instrumentalna greska nije odmah klasifikovana kao anomalni
signal. Par delova klasifikacije prikazuje kratkotrajne klasifikacije normalnog signala kao

anomalni signal, ali takvi ostaci se mogu u buduénosti filtrirati klaster analizom.
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Slika 25. Primer klasifikacije jacih solarnih flerova zajedno sa podacima koji odstupaju od
susednih podataka i instrumentalne greske; (a) Par predajnik- prijemnik NAU- Oklahoma
Istok; (b) Par predajnik- prijemnik NML- Valsenburg

Slika 26 prikazuje tri sekcije: istinite klasifikacije, klasifikacije dobijene pomoc¢u PyCaret
biblioteke 1 klasifikacije dobijene modelom slu¢ajnih Suma, kao §to je prikazano na primeru sa
Slike 23b. Kao §to je prethodno pomenuto, na Slici 23b postoji Sest jedinstvenih solarnih
flerova, a na slici 26 model sluc¢ajnih Suma je ta¢no klasifikovao samo tri, dok su preostali

klasifikovani loSe. Model odabran pomo¢u PyCaret biblioteke pokazuje blago poboljsanje u
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klasifikaciji. Naime, solarni flerovi klase C1,5 i C2,4 sa pocetka trase su u modelu PyCaret
klasifikovani kao jedna instanca anomalnog signala, dok su u modelu slucajnih Suma
klasifikovani samo kao instanca C2,4 sa vrlo kratkom klasifikacijom C1,5. Oba modela
prikazuju potpuno preskakanje solarnog flera klase C1,3, ali tacno klasifikuju solarne flerove

klasa C3,4 i C3,5. Takode, oba modela gotovo u potpunosti preskacu solarni fler klase C1,7.
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Slika 26. Primer primene biblioteke niskog koda masinskog u¢enja na podatke amplitude
VLF signala; (a) Istinita klasifikacija; (b) Klasifkovane vrednosti bibliotekom PyCaret i (c)
Klasifikovane vrednosti metodom slucajne Sume

3.3.2. Primena metoda masinskog wucenja za aproksimaciju talasovodnih
parametara oblasti D jonosfere

Prilikom korisc¢enja tehnologije upotrebe VLF signala transmitovanih talasovodom Zemlja-
jonosfera za istrazivanje i monitoring niske jonosfere Zemlje, oblast D jonosfere je
karakterisan sa dva parametra: o$trinom (B- km™) i visinom granice reflektovanja signala (H -
km). Ovi parametri su takode poznati kao Vajtovi parametri (eng. Wait parameters) ili
talasovodni parametri (eng. Waveguide parameters) (Wait & Spies, 1964). Koncentracija
elektrona moze se izraCunati za poremecene 1 neporemecene uslove primenom jednacine
uvedene od strane Vajta i Spajsa (eng. Wait and Spies equation). Parametri visine i oStrine
oblasti D jonosfere tradicionalno se dobijaju koris¢enjem LWPC softverskog paketa (eng. Long

Wavelength Propagation Capability) (Ferguson, 1998), s§to u uslovima poremecéene
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jonosferske plazme predstavlja izazov prilikom modelovanja zbog kompleksnih procesa i
proracuna Koji su sastavni deo pomenutog programa. Razvijene su i razli¢ite metode za procenu
parametara oblasti D jonosfere bez primene LWPC softverskog paketa, kao §to su FlareED i
EasyFit (Sre¢kovi¢ et al., 2019; Sreckovi¢ et al., 2021), koje se zasnivaju na aproksimaciji
parametara oblasti D jonosfere. Sa druge strane, primena LWPC softvera tokom vrlo
poremecenih uslova, kao §to je solarni fler klase X17.2 koji se dogodio 28. decembra 2003.
godine, moze biti dodatno otezana zbog geometrije trase, ograni¢enja samog modela i drugih
restrikcija veznih za putanju po velikom krugu (eng. Great Circle Path). Zbog toga se smatra
da je razvoj alternativnih metoda koje nisu direktno povezane sa LWPC softverom od velikog

znacaja za istrazivace.

U ovom primeru bi¢e prikazana primena masinskog ucenja za prognoziranje talasovodnih
parametara oblasti D jonosfere. Ovaj primer je interesantan jer je oblast D jonosfere
karakterisan sa dva parametra, pa ¢e izlaz iz modela biti predstavljen sa dve ciljne promenljive.
Takode, zbog relativno malog uzorka podataka, bi¢e primenjena metoda za proguscivanje seta

podataka.
3.3.2.1. Koriséeni podaci, primenjene transformacije i obrada podataka

Metodologija istrazivanja prikazana je na slici 27, gde je prikazano da su originalni podaci
sadrzavali ukupno 212 instanci, koje ukljucuju informacije o X- zracenju, razliku izmedu
amplitude i faze VLF signala, kao i talasovodne parametre niske jonosfere i dr. Dodatnih 45
uzoraka je isklju¢eno iz ove analize 1 koriS¢eni su tek nakon odabira najboljeg modela za
validaciju, tj. provere modela sa uzorcima koji nisu koriS¢eni prilikom treniranja i testiranja.

Ocena gustine raspodele primenjena je za povecanje uzorka za potrebe masinskog ucenja.

Kao §to je ranije pomenuto, minimalno potreban uzorak za masinsko ucenje nije detaljno
definisan u literaturi. Potreba za veéim brojem podataka zavisi od slozenosti problema,
kvaliteta atributa, odnosa izmedu atributa i ciljne promenljive, kao i drugih faktora. Posto nije
bilo unapred poznato koliko uzoraka je potrebno, a pretpostavljajuci da je 212 uzoraka premalo,
primenjena je ocena gustine raspodele kako bi se procenila raspodela originalnih podataka, a
potom je izvuceno ukupno 5000 sintetickih podataka iz slicne raspodele. Ovakav pristup treba
primeniti samo ako je prikupljanje dodatnih uzoraka oteZano, a alternativne metode ne postoje.

Takode, prilikom primene ovog metoda progus¢ivanja podataka, potrebno je biti oprezan pri

84



interpretaciji rezultata. U ovom istrazivanju, oprez je bio prisutan naroCito pri dobijanju
proguscenih podataka, gde je za svaku promenljivu (atribut ili ciljnu promenljivu) primenjen
Kolmogorov-Smirnov test kako bi se proverilo da li sinteticki i originalni podaci dolaze iz iste
raspodele, a potom je izvrSena provera putem deskriptivne statistike i vizuelnog pregleda.
Takode, kao mera opreza, prethodno pomenutih 45 podataka je iskljuceno iz svih analiza i
koris¢eni su tek nakon odabira finalnog modela. Na kraju, model sa velikim brojem sintetickih
podataka ne moze se smatrati finalnim modelom, ali rezultati dobijeni iz ovog modela mogu
pruziti dobru indikaciju za pripremu veéeg broja podataka, koji ¢e sluziti za procenu

parametara oblasti D jonosfere.

Piprema podataka Modelovanje masinskim ucenjem
[—» Modelovanje
[ T I T 1
Slu¢ajna Stabla K- najblizih X
Suma odlucivanja suseda B
Broj stabala K-vrednost  Broj stabalaeta
50 1 50 0.1
150 2 150 0.2
250 3 250 0.3
350 4 350 0.4
450 5 450 0.5

Analiza izlaza modela

v

Odabir najboljeg modela

v

Validacija modela sa eksternim podacima

v

Analiza odstupanja

v

Interpretacija

- Priprema podataka - Priprema sintetickih podataka - Priprema podataka za masinko ucenje

Slika 27. Radni tok istrazivanja sa pripremom podataka, pripremom sintetickih podataka i
modelovanjem masinskim uc¢enjem

Pored toga §to je 45 podataka odvojeno na pocetku istraZivanja za validaciju modela, set
podataka za testiranje modela predstavljao je originalnih 212 uzoraka. Ovaj pristup treba
primeniti sa oprezom, jer je koris¢en samo za odabir najboljeg modela. Mere kvantifikacije
modela regresije u tom slucaju ne koriste se kao finalne za set podataka za testiranje, ve¢ se

koriste one iz seta podataka za validaciju. Ideja iza ovog pristupa zasniva se na prognoziranju
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u uzorku i van uzorka, sa pretpostavkom da najbolji model za prognozu u uzorku jeste i najbolji
za prognozu van uzorka. Ako model nije sposoban da postigne najbolje rezultate za podatke u
uzorku, iz kojih je dobijen set podataka za treniranje, nece biti sposoban ni za najbolje rezultate
na podacima koji se nisu nalazili u sintetiCkom setu podataka. Ova dva postupka manipulacije
podacima treba primeniti sa rezervom, i to samo u slu¢ajevima kada nije lako do¢i do dodatnih
podataka. U ovom istrazivanju, oba postupka su primenjena, a u delu metodologije, kao i u

interpretaciji rezultata, ovo je uzeto u obzir.
3.3.2.2.  Rezultati aproksimacije talasovodnih parametara oblasti D jonosfere

Inicijalna analiza podataka nakon sintetickog proguS¢enja pokazala je da Kolmogorov-
Smirnov test nije ukazao na znacajnu razliku izmedu originalnih i sintetickih uzoraka za svih
pet instanci atributa i ciljnih promenljivih. Vizuelni test je takode pokazao da su raspodele
originalnih 1 sintetickih podataka vizuelno sli¢ne, dok je deskriptivna statistika otkrila da
originalna raspodela atributa X- zrafenja pokazuje izrazitu asimetriju sa repom prema
pozitivnim vrednostima. Kada su uporedeni koeficijenti asimetrije i spljoStenosti izmedu
originalnih podataka (6,178 i 42,932) i sintetickih podataka (6,22 i 42,622), vrednosti su bile
vrlo sliéne. Ove vrednosti, zajedno sa Kolmogorov-Smirnov testom i vizuelnom proverom,
potvrduju da su originalni i sinteticki podaci uslovno isti. Postupak je ponovljen za sve atribute

i ciljne promenljive.

U prvoj iteraciji modelovanja, modeli K- najblizih suseda i stabla odlu¢ivanja su inicijalno
odbaceni jer su prikazali ve¢e vrednosti MAPE parametra za obe ciljne promenljive. Nakon
toga, odluka izmedu stabla odlucivanja i ekstremnog povecanja gradijenta ostala je klju¢na za
odabir finalnog modela. Najbolji model slu¢ajnih Suma bio je model sa 250 stabala, dok je
najbolji model ekstremnog povecanja gradijenta imao 150 stabala i stopu uc¢enja od 0,2. Model
stabla odlucivanja prikazao je odstupanja u odnosu na stvarne vrednosti talasovodnih
parametara oblasti D jonosfere od 1,061% i 0,017%, dok je model ekstremnog povecanja
gradijenta imao vrednosti od 0,808% i 0,03%. Osrednje vrednosti relativne greske bile su
relativno sli¢ne, ali poredenje maksimalne greske za parametar oStrine granice bilo je presudno.
Model stabla odlucivanja prikazao je odstupanje od 11%, dok je model ekstremnog povecanja
gradijenta imao vrednost od 3%. Vazno je napomenuti da ove vrednosti odstupanja treba uzeti
sa rezervom, jer su one dobijene sa setom podataka za testiranje u uzorku, te se ocekuje da ¢e

vrednosti biti vece kada se model primeni na podatke koje nije imao tokom treniranja.
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Slika 28 prikazuje raspodele relativne greSke za obe ciljne promenljive za 45 primera iz
validacionog seta podataka. Kao $to je o¢ekivano, MAPE parametar sra¢unat za primere iz
validacionog seta podataka prikazuju vece, a ujedno i realnije vrednosti u opsegu od 9,1% za
parametar oStrine granice i 2,45% za parametar visine granice reflektovanja. Takode, za svaki
primer, sraCunato je i osrednjeno odstupanje izmedu parametra oStrine 1 visine granice.
Maksimalna odstupanja se nalaze u vrednosti od 38,8% za parametar o$trine granice i 12,2%
za parametar visine granice reflektovanja. Ovakve vrednosti odstupanja su o¢ekivane, posto su
uvecane od vrednosti koje su dobijene za prognoziranje u uzorku, ali prikazuju i relativno

zadovoljavajuce i obecavajuce rezultate modela.

(a) Raspodela relativne greske za 3 (b) Raspodela relativne greske za H’ (c) Raspodela osrednjene relativne greske za B i H’
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Slika 28. Odstupanja modela na validacionom setu podataka; (a) Parametar ostrine; (b)
Parametar visine granice reflektovanja i (c) Osrednjene vrednosti parametra ostrine i visine
granice reflektovanja

Potrebno je napomenuti da relativna greSka za obe ciljne promenljive prikazuje izraZenu
asimetriju raspodele ka ve¢im vrednostima. Detaljnijom analizom, moze se uociti da se 66%
podataka za parametar oStrine nalazi ispod 10% greske, dok 55% podataka ima greSku manju
od 5%. Sa druge strane, 97% podataka za parametar visine granice reflektovanja se nalazi ispod
10% relativne greske, dok 82% podataka ima relativnu greSku manju od 5%. Interpretacija ovih
odstupanja moze se svesti na nekoliko primera koji znacajno unose asimetriju u raspodelu
relativne greSke. U vecini sluc¢ajeva, model prikazuje relativno male prognozirane vrednosti,

osim u nekoliko ekstremnih slucajeva.

Slika 29 prikazuje vrednosti prognoziranih i stvarnih vrednosti za parametre oStrine i visine
granice reflektovanja VLF signala. Koeficijent determinacije za oba parametra je relativno
zadovoljavajuci, sa vrednostima od 0,67 za os$trinu i 0,8 za visinu granice reflektovanja.
Linearno uklapanje podataka, kao i linija od 45 stepeni, pokazuju dobro poklapanje
prognoziranih vrednosti sa stvarnim vrednostima, uz prostor za dalje unapredenje modela i
podataka. Kao §to se moZe videti na slici, postoje podaci sa vecim odstupanjima (oznaceni

zelenim kvadratom). U slucaju oStrine, prognozirana vrednost od 0,38 km™ ima razliku od
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stvarne vrednosti od 0,53 km™, $to daje relativnu gresku od 28%. Za parametar visine granice
reflektovanja, isti prognozirani par pokazuje odstupanje od 0,82%, sa prognoziranom
vrednoscu od 70,6 km, dok je stvarna vrednost 70 km. Ovi podaci se odnose na solarni fler
klase C4,8, koji nije visokog intenziteta, promenom amplitude i faze u odnosu na neporemeceni
signal od 0,06 dB i fazi od 26 stepeni. Sli¢na situacija nastaje kod solarnog flera C9,6, koji
pokazuje razliku u amplitudi od 5,13 dB i fazi od 50,05 stepeni u odnosu na neporemeceni
signal. U ovom slucaju, parametar oStrine je prognoziran sa relativnom greSkom od 1,2%
(prognozirana vrednost: 0,563 km™!, stvarna vrednost: 0,57 km™), dok je parametar visine
granice reflektovanja prognoziran sa ve¢im odstupanjem (prognozirana vrednost: 61,4 km,
stvarna vrednost: 70 km). Uzimajuéi u obzir pocetni kvaliteti podataka, moze se re¢i da su

rezultati zadovoljavajuéi i da pokazuju potrebu za unapredenjem ulaznih podataka.
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Slika 29. Poredenje prognoziranih i istinitih vrednosti parametra ostrine i visine granice
reflektovanja VLF signala

Dodatna analiza modela moZze se izvrSiti racunaju¢i reziduale 1 graficki prikazivati
prognozirane vrednosti i reziduale modela (Slika 30). Na slici 30, prilikom prikazivanja
reziduala za parametar oStrine, ne moze se primetiti nikakav Sablon. Prognozirane vrednosti
krec¢u se u opsegu od 0,05 do -0,05 km™, osim u nekoliko primera sa ve¢im odstupanjima. Sa
druge strane, kod reziduala za parametar visine granice mogu se uociti odredeni Sabloni.

Naime, pri prognozi vi§ih vrednosti parametra visine granice model prikazuje manja
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odstupanja, dok su odstupanja veca za nize vrednosti. Podelu je moguce postaviti na visini od
62 km, gde podaci sa prognozama iznad ove vrednosti imaju greSku u opsegu od -2 do +2 km,
dok su podaci ispod 62 km povezani sa veéim odstupanjima, od -4 do +6 km. U vrednostima
relativne greske, podaci sa prognozama iznad 62 km imaju relativnu gresku od 1,23%, dok
podaci ispod te granice imaju gresku od 5,15%. Interpretacija ovih rezultata moze se povezati
sa odnosom izmedu X- klase solarnih flerova u podacima ispod 62 km. Naime, od 9 slucajeva
X- Kklase solarnih flerova u validacionom setu podataka, 8 je imalo prognozirane vrednosti
ispod 62 km. Ovo sugeriSe da je modelu teze da prognozira jonosferske parametre u vrlo
poremecenim uslovima, kao Sto su X- klasa solarnih flerova. Takode, disbalans izmedu broja
X- klase solarnih flerova u trening setu (1,89%) i validacionom setu (20%) doprineo je

povecéanoj gresci pri prognoziranju jonosferskih parametara za X- klasu solarnih flerova.
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Slika 30. Poredenje prognozirane vrednosti i reziduala za parametre ostrine i visine granice
reflektovanja VLF signala

Vazno je napomenuti da ovo nije los rezultat jer je svrha validacionog seta podataka upravo da
pokaze pristrasnosti modela prilikom prognoziranja odredenih vrednosti, §to je 1 sluc¢aj ovde.
Prognoziranje vrlo poremecenih vrednosti, poput X- klase solarnih flerova, je ocekivana, a
sli¢an problem se javlja 1 pri primeni LWPC softverskog paketa. Jedan od nacina mitigacije
ovog problema mogao bi biti prikupljanje veceg broja podataka za slucajeve X- klase solarnih

flerova, koji su najredi. Ovim primerom je naglasena potreba za prosirenim setom podataka.
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3.4. Primena statistickih metoda na podatke magnetne susceptibilnosti
iz uzoraka flotacijskog jalovista rudnika ,,Rudnik*

U ovom delu bi¢e prikazane statisticke metode i njihova primena na podatke magnetne
susceptibilnosti prikupljene sa flotacijskog jalovista rudnika ,,Rudnik®, Republika Srbija.
Glavna ideja uvodenja primera sa statistickim metodama, u odnosu na metode masinskog
ucenja i prognoziranja vremenskih serija, jeste da se primenom razli¢itih statistickih metoda
dobiju dodatne informacije koje nisu dostupne standardno primenjenim metodama istrazivanja.
Pored tih metoda, primenjene su i metode koje su primarno vezane za podatke vremenskih
serija (npr. stacionarnost) na podatke koji su predstavljeni kao prostorna serija. Oblast nauke o
podacima obuhvata veliki broj metoda koje nisu sve povezane sa maSinskim ucenjem i
vremenskim serijama. Ovaj primer, zajedno sa ostalim primerima u disertaciji, predstavlja
celokupan radni tok u kojem su prikazane razlicite metode primenjene na geofizic¢ke, geoloske

i podatke atmosferske fizike, sa ciljem dobijanja dodatnih informacija o samim podacima.

Primer sa rudnika ,,Rudnik® je interesantan iz vise razloga. Naime, primena metode magnetne
susceptibilnosti na materijal prikupljen sa jalovista u cilju definisanja koncentracije teskih
metala predstavlja novitet. Takode, koli¢ina podataka, sa obzirom na to da su uzorci uzimani
sa medusobnim dubinskim rastojanjem od 10 c¢m, ¢ini ovaj skup podataka visokog kvaliteta i
visoke rezolucije. Sa druge strane, jaloviSta i materijal prikupljen sa njih predstavljaju
potencijalni ekoloski hazard zbog prisustva teskih metala, koji mogu imati negativne posledice
po ljudski organizam ukoliko dospeju u njega (Liu et al., 2023). Takode, ekoloski problemi
izazvani jalovi§tima mogu se kumulirati vremenom ili spontano, na primer usled zemljotresa
ili poplava (Su et al., 2024). U Republici Srbiji, viSe ekoloskih katastrofa je nastalo usled
jalovista, kao §to su Valja Fundata (Majdanpek) 1974. godine, Saski potok (Majdanpek) 1996.
godine 1 Stolice (Krupanj) 2014. godine (Nisi¢ et al., 2024). Sa druge strane, materijal sa
jalovista se u poslednje vreme smatra (geo)resursom (Cacciuttolo et al., 2023), a postoje
sluéajevi u kojima se materijal sa jalovista reciklira za druge potrebe. Veliki broj savremenih
istrazivanja je pokazao da merenja magnetne susceptibilnosti u magnetnom polju niskog
intenziteta mogu da omoguce odredivanje zona sa poviSenom koncentracijom teSkih metala,
zato $to fero(feri)magneti¢ni minerali imaju afinitet prema teSkim metalima (Bityukova et al.,
1999; Boyko et al., 2004; Hanesch & Schloger, 2005; Kim et al., 2010; Salehi et al., 2013;
Zawadzki et al., 2015; Brempong et al., 2016; Jaffar et al., 2017; Vasiliev et al., 2020). Buduc¢i
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da se merenje magnetne susceptibilnosti uspe$no primenjuje za odredivanje prostorne
raspodele teskih metala u zemljistu (Lecoanet et al., 1999; Petrovsky et al., 2000; Karimi et al.,
2011; Wang, 2013; Brempong et al., 2016; Oudeika et al., 2020), kao logi¢ni nastavak bila je
primena ove vrste merenja za odredivanje dubinske raspodele teskih metala. Primer takvih
istrazivanja su ispitivanja vertikalne distribucije magnetne susceptibilnosti na rudnim
jalovistima (Jordanova et al., 2013, Goémez- Garcia et al., 2015). Merenja magnetne
susceptibilnosti za odredivanje dubinske raspodele teskih metala u jalovistima su veoma
korisna jer omogucavaju da se dobiju podaci uz minimalnu pripremu uzoraka i na vrlo
ekonomican nacin, pri ¢emu uzorci ostaju neporemeceni za dalja mineraloSka, geohemijska i

druga ispitivanja.

Prilikom karakterizacije materijala iz flotacijskog jaloviSta rudnika ,,Rudnik®, sa krajnjim
ciljem ocene moguénosti prerade materijala jalovista za gradevinsku industriju (Simi¢ et al.,
2024), zbog svojih pogodnosti, primenjena je metoda magnetne susceptibilnosti. Podruéje
primene metode magnetne susceptibilnosti odnosilo se na karakterizaciju vertikalne raspodele

teskih metala u uzorcima materijala jalovista.

U ovom podpoglavlju prikazana je primena nestandardnih statistickih metoda na podatke
magnetne susceptibilnosti, kako bi se dobile dodatne informacije iz podataka koje nije moguce
dobiti konvencionalnim metodama analize. Pored primene statistickih metoda, bi¢e primenjene
i metode za analizu vremenskih serija u cilju testiranja da li ove metode mogu da se primene

na prostorno zavisne podatke i da li pruzaju dodatne informacije.

3.4.1. Opis podataka i primenjenih metoda

Postavka ovog istrazivanja u disertaciji je relativno jednostavna, primenjene su standardne
metode deskriptivne statistike (srednja vrednost, medijalna vrednost, maksimum, minimum,
koeficijent asimetrije i spljostenosti, koeficijent varijacije, itd.). Takode, upotrebljen je
Hartiganov test modaliteta, koji proverava da li je raspodela unimodalna ili bimodalna, kao i
prethodno prikazan Kolmogorov- Smirnov test. Analizirani su Pirsonov i Spirmanov
koeficijent korelacije, kao i metode koje se primenjuju u analizi vremenskih serija- testovi
stacionarnosti. Pored tih metoda vremenskih serija, primenjeni su i grafici kumulativne sume,

kao i grafici prve diference.

91



Prva iteracija istrazivanja bila je fokusirana na primenu statistickih metoda za medusobno
poredenje tri buSotine kako bi se dobile informacije o njihovoj sli¢nosti ili razli¢itosti. Ideja iza
ovog koraka bila je da se primene metode korelacije, a pored njih, i Kolmogorov- Smirnov test,
kako bi se odredilo da li materijal iz jedne buSotine dolazi iz iste raspodele kao materijal iz

druge buSotine. Takode, za istu upotrebu primenjene su i standardne statisticke metode.

Druga iteracija istrazivanja predstavljala je primenu istih statistickih metoda za dobijanje
informacija 1 statisticke znacajnosti o zonama od interesa u buSotinama. Zone od interesa
definisane su kao slojevi sa poviSenom koncentracijom teSkih metala, odnosno povisenim
vrednostima magnetne susceptibilnosti. Prilikom izdvajanja slojeva od interesa najpre je
koriS¢ena vizuelna metoda, a nakon toga su se izvodili statisticki testovi za odredivanje da li
postoji statisticka znacajnost u odstupanju tog sloja u odnosu na slojeve neposredno ispod ili
iznad datog sloja. Istrazivanje je sprovedeno upotrebom samo podataka magnetne
susceptibilnosti, bez informacija o litologiji materijala iz busotine. Time je omoguéeno da se
rezultati istrazivanja uporede sa litoloskim stubom buSotine, ¢ime se odredila validnost

informacija dobijenih iz istrazivanja.

Metode analize vremenskih serija (stacionarnost, grafici prve diference podataka i kumulativne
sume) primenjene su za testiranje da li ove metode mogu pruziti dodatne informacije prilikom
analiziranja prostorno zavisnih podataka. Glavna pretpostavka pri analizi vremenskih serija
jeste da vremenske serije trebaju biti uzorkovane u vremenski istim intervalima. U ovom
primeru, ovo je omoguceno za prostorno zavisne podatke, tj. da su oni uzorkovani u prostorno

istim intervalima (10 cm).

3.4.2. Rezultati primene statistickih metoda na podatke magnetne
susceptibilnosti

Slika 31 prikazuje raspodelu magnetne susceptibilnosti sa dubinom materijala jalovista rudnika
»Rudnik®. Vizuelnom analizom nije moguce detaljno odrediti slicnosti izmedu tri medusobne
busotine. Izdvojene zone, zasnovane na vizuelnom pregledu buSotina, prikazuju lokalne
koncentracije poviSenih vrednosti magnetne susceptibilnosti. Ukoliko se te tri buSotine
medusobno uporede, postoji donekle neka sli¢nost. Na primer, busotina RJ- 2 prikazuje na
slicnim lokacijama povisene vrednosti magnetne susceptibilnosti- zona od cetvrtog do Sestog

metara zajedno sa buSotinom RJ- 1, kao i zona na 10+ metara zajedno sa buSotinom RJ- 3.
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Busotina RJ- 1 prikazuje opadajuce vrednosti magnetne susceptibilnosti od povrsi terena do
cetvrtog metra, dok od Cetvrtog do Sestog metra prikazuje blagi porast sa jednim izrazenim
maksimumom pre Sestog metra. Nakon Sestog metra, vrednosti magnetne susceptibilnosti
naglo variraju od vecih ka nizim vrednostima. Busotina RJ- 2 prikazuje relativno stabilne
vrednosti do Cetvrtog metra, nakon Cega, slicno kao kod busotine RJ- 1, mogu se uociti
povecane vrednosti. Samo u ovom slucaju postoje dva lokalna maksimuma magnetne
susceptibilnosti. Nakon Sestog metra, vrednosti su vrlo stabilne do desetog metra, nakon ¢ega
se moze videti izrazeno povecanje vrednosti magnetne susceptibilnosti. BuSotina RJ- 3
prikazuje vrlo umerene vrednosti magnetne susceptibilnosti od povrSine terena do desetog

metra, gde se tek od desetog metra moZe uociti povecanje vrednosti magnetne susceptibilnosti.
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Izdvojene zone

Slika 31. Magnetna susceptibilnost na tri busotine sa jalovista rudnika ,,Rudnik* (a) RJ- 1,
(b)RI-2i(c)RI-3

Vizuelna analiza nije pruZila nikakve informacije o medusobnoj sli¢nosti izmedu materijala iz
tri buSotine, osim sli¢nih zona pove¢ane magnetne susceptibilnosti, ¢ija e statisticka validnost
biti proverena naknadno. Naredni korak predstavlja analizu standardne deskriptivne statistike

sracunate za vrednosti magnetne susceptibilnosti za sve tri busSotine. Poredenjem koeficijenta
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varijacije izmedu tri buSotine moze se videti da buSotina RJ- 2 prikazuje vece vrednosti za 29%
u odnosu na busotinu RJ- 1 i za 34% u odnosu na busotinu RJ- 3, pri ¢emu su busotine RJ- 1 i
RJ- 3 medusobno slicne. Parametar maksimalne vrednosti prikazuje sli¢nu situaciju kao
parametar koeficijenta varijacije, gde su busotine RJ- 1 i RJ- 3 medusobno uporedive, dok

buSotina RJ- 2 prikazuje viSe vrednosti. Sli¢na situacija se javlja i sa varijansom i opsegom.

Tabela 8. Parametri deskriptivne statistike za busotine RJ-1, RJ-2 i RJ-3

Parametar/ BuSotina RJ-1 RJ-2 RJ-3
Srednja vrednost [x 10 m%/kg] 1.32 1.63 1.03
Medijalna vrednost [x 10 m%kg] 1.31 1.47 0.96
Minimum [x 10°¢ m%kg] 0.13 0.29 0.34
Maksimum [x 10-° m%Kkg] 3.23 5.81 3.08
Opseg [x 10° m*/kg] 3.10 5.52 2.74
Varijansa [x 10~ m%/kg] 0.27 1.26 0.13
Koeficijent varijacije [/] 0.40 0.69 0.35
Koeficijent iskrivljenosti [/] 0.11 1.55 2.52
Koeficijent ispupcenosti [/] 0.98 2.47 10.73

Prilikom analize raspodele magnetne susceptibilnosti materijala iz tri buSotine, vizuelno se
uocava da raspodele RJ- 1 i RJ- 2 potencijalno prikazuju bimodalnost, dok je RJ- 3 oc¢igledno
unimodalna (Slika 32). Radi provere unimodaliteta ili bimodaliteta, primenjen je Hartiganov
test za modalitet. Hartiganov test je pokazao da su busotine RJ- 1 i RJ- 3 unimodalne (RJ- 3 je
testirana iako je bilo o¢igledno da ne prikazuje naznake bimodaliteta), dok je RJ- 2 bimodalna.
Test je jo§ jednom pokazao razli¢itosti izmedu buSotina RJ- 1, RJ- 3 i RJ- 2. Moguca
interpretacija bimodalnosti buSotine RJ- 2 moZe se povezati sa postojanjem dve izdvojene zone

povecane magnetne susceptibilnosti.

94



30 I i
RJ-1

251

20 +

151
10 + I
ol
. .

0 1 2 3 > 4 1 3 3

Ucestanost [/]

Magnetna Magnetna Magnetna
susceptibilnost susceptibilnost susceptibilnost
[x 10~% m3/kg] [x 10-¢ m3/kg] [x 10-¢ m3/kg]

Slika 32. Raspodele podatka magnetne susceptibilnosti za buSotine RJ-1, RJ-2 i RJ-3

Primena Kolmogorov-Smirnov testa pokazala je da buSotine RJ- 1 i RJ- 2 prikazuju sli¢nost
(KS statistika 0,17, p- vrednost 1,08 x 10%), dok busotine RJ- 1 i RJ- 3 (KS statistika 0,45, p-
vrednost 1,36 x 10®°) i RJ- 2 i RJ- 3 (KS statistika 0,55, p- vrednost 7,26 x 10%%) prikazuju
medusobnu razlicitost. Ukoliko se samo porede rezultati Kolmogorov-Smirnov testa, moze se
zakljuciti da su busotine RJ- 1 i RJ- 2 sli¢ne, dok su buSotine RJ- 1 i RJ- 3, kao i RJ- 2 i RJ- 3,
medusobno razli¢ite. Sa druge strane, prethodno prikazani rezultati vizuelne analize,
deskriptivne statistike 1 raspodele podataka pokazuju drugaciju sliku. Analiza koeficijenata
korelacije pokazala je da buSotine medusobno imaju vrlo malu korelaciju, pri ¢emu su
korelacije izmedu RJ- 1 i RJ- 2 -0,29 (Pirson) i -0,063 (Spirman), izmedu RJ- 1 i RJ- 3 -0,32
(Pirson) i -0,061 (Spirman), i izmedu RJ- 2 i RJ- 3 0,28 (Pirson) i 0,11 (Spirman). Svi
koeficijenti korelacije su zanemarljivi prema raspodeli opsega koeficijenata korelacije
prikazanoj u Schober et al. (2018). Primenjeni testovi stacionarnosti takode ukazuju na
medusobnu razli¢itost busotina RJ- 1 i RJ- 3 u odnosu na RJ- 2, pri ¢emu su busotine RJ- 1 i
RJ- 3 stacionarne prema prosSirenom Diki-Fulerovom testu (ADF statistika -5,03 i -3,71,
kritiéna vrednost -2,89) i prema Kviatkovski- Filipps- Smit- Sin testu (KPSS statistika 0,25 i
0,43, kriti¢na vrednost 0,463), dok je busotina RJ- 2 nestacionarna prema oba prethodna testa
(ADF statistika -1,62 i KPSS statistika 1,16).

Interpretacija prvog dela rezultata je vrlo otezana. Rezultati koji su dobijeni ukazuju na potpunu

medusobnu razli¢itost izmedu sve tri busotine, dok Kolmogorov- Smirnov test pokazuje da
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postoji sli¢nost izmedu buSotina RJ- 1 i RJ- 2. Interpretacija rezultata stacionarnosti moze se
povezati sa tim da stacionarne buSotine (RJ- 1 i RJ- 3) prikazuju uniformno deponovanje
materijala, dok je nestacionarna busotina (RJ- 2) pokazala neuniformnost u deponovanom
materijalu. Takvu pretpostavku podrzavaju izrazeno veéi koeficijent varijacije, kao i postojanje
dve zone lokalno poviSenih vrednosti magnetne susceptibilnosti. Otezavaju¢a okolnost
prilikom odredivanja sli¢nosti u materijalu izmedu ove tri buSotine dodatno je oteZana time $to
je materijal sa jalovista antropogenog porekla. Geoloski, taj materijal je poreklom lokalan, ali

je nakon obrade za izdvajanje korisnog materijala izmeSan i deponovan relativno nasumicno.

Slika 33 prikazuje originalne podatke magnetne susceptibilnosti, prvu diferencu magnetne
susceptibilnosti i kumulativnu sumu magnetne susceptibilnosti. Na osnovu originalnih
podataka izdvojene su ukupno Cetiri zone lokalnih povecanja magnetne susceptibilnosti, gde
se dve nalaze na busotini RJ- 2, a po jedna na buSotinama RJ- 1 i RJ- 3. Grafik prve diference
podataka magnetne susceptibilnosti prikazuje povecane vrednosti, odnosno vecu varijaciju
unutar podataka u zonama koje su izdvojene. Na buSotini RJ- 1 situacija nije toliko ocigledna,
dok je na busotini RJ- 2 i RJ- 3 situacija jasnija. Podaci kumulativne sume prikazuju zanimljive
podatke. Najpre, za buSotinu RJ- 1 moze se videti postojanje dve prevojne tacke: prva se nalazi
na Cetvrtom metru, a druga malo iznad Sestog metra. Podaci pre Cetvrtog metra prikazuju
generalan silazni trend, dok podaci nakon Sestog metra pokazuju uzlazni trend do devetog
metra, nakon ¢ega trend opet postaje silazni. BuSotina RJ- 2 prikazuje silazni trend do cetvrtog
metra, nakon Cega je trend generalno stabilan do desetog metra, gde se moze videti uzlazni
trend. BuSotina RJ- 3 prikazuje viSe promena trenda podataka, pri ¢emu se jedna promena

poklapa sa izdvojenom zonom.
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Slika 33. (a) Podaci magnetne susceptibilnosti; (b) Prvi diferencijal podataka magnetne
susceptibilnosti i (¢) Kumulativna suma podataka magnetne susceptibilnosti

Poredenje izdvojenih zona sa zonama neposredno ispod (ukoliko postoji prostora za sloj ispod)

ili iznad je prikazano na tabeli 9. Izdvojeni sloj u busotini RJ- 1 prikazuje prema Kolmogorov-

Smirnov testu razliku od sloja ispod (6- 8 metara) i iznad (2- 4 metara), dok izdvojeni sloj u

busotini RJ- 2 prikazuje izrazenu razliku od sloja iznad datog sloja (2- 4 metara) dok ne

prikazuje nikakvu razliku od sloja ispod (6- 8 metara). Kod busotine RJ- 3 izdvojena zona ne

prikazuje razlicitost od sloja koji joj prethodi (8- 10 metara).
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Tabela 9. Rezultati primene Kolmogorov- Smirnov testa za proveravanje razlicitosti
susednih slojeva

BuSotina Zona KS statistika KS p- vrednost
Sloj pre
RJ-1 1 0,75 9,55 x 106
RJ-2 1 1,00 1,45 x 101
RJ-2 2 0,60 1,12 x 103
RJ-3 1 0,35 1,75 x 101
Sloj nakon
RJ-1 1 0,65 2,7x10*
RJ-2 1 0,4 8,11 x 102

Slika 34 prikazuje korelaciju sa litoloskim podacima. Kao $to je prethodno pomenuto,
korelacija sa litoloskim podacima uradena je tek nakon dobijanja informacija o izdvojenim
zonama i medusobnoj slicnosti izmedu busotina. Sli¢nost izmedu buSotina je konstatovana kao
vrlo mala, te se samo odredene zone izmedu buSotina mogu smatrati sli¢nim, dok u celosti
busotine ne prikazuju sli¢nost. Interpretacija ovog nalazi se u Cinjenici da je deponovanje
materijala bilo antropogeno kontrolisano, odnosno da je materijal lokalnog porekla, ali je
tokom prerade rude materijal deponovan nasumiéno. Korelacija izdvojenih zona sa slojevima
pre i nakon datog sloja prikazala je da je kod buSotine RJ- 1 izdvojeni sloj zaseban sa
statistickom znacajnos$¢u u odnosu na sloj pre i nakon datog sloja. Busotina RJ- 2 prikazuje da
je prvi izdvojeni sloj razli¢it od sloja pre, ali nije razli¢it od sloja nakon, dok je druga izdvojena
zona razlicita od sloja koji joj prethodi. Busotina RJ- 3 za svoju jednu izdvojenu zonu prikazala

je da se statisticki ne razlikuje od sloja pre nje.

Korelacija sa litoloskim podacima za buSotinu RJ- 1 prikazuje da se ceo izdvojeni sloj u
potpunosti poklapa sa litoloSkim slojem sivih peskova. Sloj koji prethodi izdvojenom sloju je
sloj sivo-crvenih peskova, dok nakon njega dolaze sivi, slabo glinoviti peskovi. Grafik
kumulativne sume prikazuje prevojnu tacku ta¢no na ¢etvrtom metru, odnosno na pocetku sloja
sivih peskova, gde trend menja iz silaznog u relativno konstantan. Druga prevojna tacka se
nalazi unutar sloja sivih peskova nakon petog metra, gde se prikazuje uzlazni trend. Pri dnu
sloja sivih peskova mozZe se videti i maksimum za ceo set podataka. [zdvojena zona je testirana
Kolmogorov-Smirnov testom, koji je pokazao da se razlikuje od sloja pre i sloja nakon

izdvojene zone.
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Korelacija litoloskih podataka sa busotinom RJ- 2 pokazuje da se prevojna tacka nalazi u sloju
sivih, slabo glinovitih peskova koji ¢ine izdvojenu zonu na osnovu samo podataka magnetne
susceptibilnosti. U tom sloju se menja generalni trend podataka kumulativne sume, koji ostaje
do desetog metra. Dva lokalna maksimuma se nalaze u izdvojenom sloju sivih, slabo glinovitih
peskova. Kao i u slucaju sa buSotinom RJ- 1, kod buSotine RJ- 2 izdvojena zona u potpunosti
odgovara sloju sivih, slabo glinovitih peskova. Na desetom metru u buSotini RJ- 2 prevojna
tacka se poklapa sa poc¢etkom sloja crveno-sivih slabo glinovitih peskova, kojima prethodi sloj
sivih peskova. Za prvu zonu kod busotine RJ- 2 prikazano je da se razlikuje od sloja koji joj
prethodi, ali ne 1 od sloja koji sledi. Interpretacija moze biti vezana za grafik kumulativne sume,
odnosno na pocetku Cetvrtog metra nalazi se prevojna tacka gde se menja trend kumulativne
sume sa silaznog na relativno konstantan. U slu¢aju busotine RJ- 1, izdvojena zona ima dve
prevojne tacke, a grafik kumulativne sume je konstantan kroz celu zonu. Kod buSotine RJ- 2,
grafik kumulativne sume ostaje konstantan i nakon izdvojene zone, $to moze biti razlog zasto
se izdvojeni sloj razlikuje od sloja pre, ali ne i od sloja nakon. Kod druge izdvojene zone postoji
razlika izmedu izdvojene zone i sloja koji joj prethodi, a takode u tom slucaju postoji prevojna

tacka na granici litoloSkog stuba, odnosno na desetom metru.

Busotina RJ- 3 prikazuje jednu izdvojenu zonu koja odgovara sloju sivih peskova. Zona koja
je 1zdvojena poc€inje od desetog metra, dok sam sloj sivih peskova pocinje od osmog metra. Za
ovu zonu nije bilo potvrde od strane Kolmogorov- Smirnov testa da se razlikuje od sloja koji
joj prethodi, a sa litolo§kog stuba se moze videti da je to jedan sloj se prostire od osmog do

jedanaestog metra.
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Slika 34. Korelacija podataka magnetne susceptibilnosti i kumulativne sume magnetne
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4. Diskusija i buduca istrazivanja

Diskusija dobijenih rezultata i predlozi za buduca istrazivanja prikazani su u ovom poglavlju.
Sli¢no poglavlju 3, poglavlje 4 je grupisano i razvrstano prema oblastima istrazivanja kojima

pripadaju.

Primeri predstavljeni u disertaciji obuhvataju razli¢ite oblasti, ukljucujuci geofiziku, fiziku
atmosfere i fiziku jonosfere. Iako se razlikuju po specificnostima, oblastima primene,
prikazanim informacijama i upotrebi, njihova zajednicka karakteristika u okviru ove disertacije
jeste primena modela vodenih podacima na podatke iz tih oblasti. Modeli vodeni podacima
omogucavaju dobijanje dodatnih informacija iz postojeéih podataka, automatizaciju
dugotrajnih i zahtevnih istrazivackih procesa ili predstavljaju alternativu postoje¢im metodama

dobijanja odredenih parametara kao $to je prikazano u rezultatima ove disertacije.

4.1. Prognoziranje i imputacija koncentracija zagadujucih materija u
vazduhu

U poglavlju koje se odnosi na rezultate vezane za koncentraciju zagadujucih materija prikazana
su dva primera: prvo, primer primene Fejsbukovog Profet modela za prognozu bududih,
neizmerenih vrednosti koncentracija PMas i PM1o u vazduhu (3.1.1.), a zatim primer primene
modela slucajne Sume za imputaciju podataka PM2zs na viSe lokaliteta u Republici Srbiji
(3.1.2).

Oba primera u ovom poglavlju bave se sli¢nim pitanjem, a to je aproksimacija neizmerenih
podataka koncentracije zagaduju¢ih materija u vazduhu. U prvom primeru, aproksimacija je
predstavljena prognoziranjem buducih vrednosti koncentracije zagadujucih materija u

vazduhu, dok drugi primer prikazuje aproksimaciju preskocenih opservacija.

Rezultati prognoze vremenskih serija pokazali su zadovoljavajuce rezultate, jer je primenjeni
model uspesno prikazao vrlo niska odstupanja prognoziranih vrednosti u odnosu na stvarne
vrednosti, ali su takode zabelezena 1 ve¢a odstupanja u pojedinim slu¢ajevima. Sli¢na situacija
uocena je i u drugom primeru. Visoka odstupanja prognoziranih vrednosti u odnosu na stvarne

vrednosti u slu¢aju podataka o koncentraciji zagaduju¢ih materija u vazduhu mogu se pripisati
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neocekivano visokim nivoima zagadenja. U tim situacijama, ukoliko model nije obucen na
velikom skupu podataka, moze mu nedostajati dovoljno informacija o ponasanju varijacija
koncentracije zagaduju¢ih materija. Jedan od mogucih nacina da se ovaj problem izbegne jeste
koriS¢enje skupa podataka koji pokriva duze vremenske periode, kako bi se obuhvatile

varijacije koje nastaju usled nizih temperatura i upotrebe materijala za grejanje domacinstava.

Fejsbukov Profet model je pokazao svoje prednosti u pogledu jednostavnosti primene i lakoce
dobijanja prognoza. Sa druge strane, moguce je primeniti Fejsbukov Profet model kao deo
veceg modela koji bi predstavljao hibridni pristup, pri ¢emu bi izlaz Profet modela bio koris¢en
kao atribut u novom modelu. Buduc¢a istrazivanja bi¢e usmerena na primenu hibridnog pristupa
u kombinaciji sa metodama masinskog ucenja kako bi se poboljsalo dobijanje vrednosti

koncentracije zagadujuc¢ih materija u vazduhu.

Primer koji se ticao primene dvosmerne imputacije podataka metodama masinskog u€enja nije
pokazao da predstavlja bolje reSenje u odnosu na jednostavne modele. Ideja celokupnog rada
bila je da se razvijenom algoritmu obezbede najbolji moguci uslovi kako bi se postigli rezultati
koji nadmaSuju performanse jednostavnih metoda. Prethodno pomenuti najbolji uslovi
ukljucuju $to veéu duzinu trajanja uvodne vremenske serije koncentracije zagadujucih
materija, poredenje sa jednostavnim metodama poput imputacije srednjom vrednoscu i
medijanom, kao 1 primenu relativno malih vrednosti preskocenih opservacija (24, 48 1 72 sata).
Rezultati su pokazali da je model ostvario uporedive vrednosti u odnosu na jednostavne
metode, 1ako je njegova racunarska potroSnja bila znatno veca. Na primer, u proseku je za svih
devet stanica monitoringa koncentracije zagadujucih materija bilo potrebno oko 13 minuta za
predlozeni algoritam, dok je za jednostavne metode to bilo gotovo instantno. Uporedivi
rezultati predloZenog algoritma u poredenju sa jednostavnim metodama, uz znac¢ajno povec¢ano

racunarsko vreme, ne opravdavaju njegovo koris¢enje.

Takode, potrebno je napomenuti da je prikazan primer vrlo idealizovan u kontekstu dobijanja
podataka. U ovom primeru koriS¢eni su podaci koji variraju u opsegu od 8735 kontinuirano
merenih sati do 4715 sati. U stvarnim uslovima, podaci o koncentraciji zagaduju¢ih materija
mogu sadrzati vrlo visoku ucestalost kratkoro¢nih preskocenih opservacija i nisku ucestalost
dugoro¢nih preskoCenih opservacija. Drugim re¢ima, tesko je pronaci idealan sluc¢aj kao §to je
ovaj, gde postoji velika koli¢ina kontinuirano merenih podataka. Takode, algoritam je pokazao

da je odabir atributa kljucan prilikom modelovanja, jer se u ovom primeru koristi samo jedan
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parametar, umesto razli¢itih grupa atributa, S$to predstavlja dodatni hiperparametar i povecava

kompleksnost algoritma, a time i uveéava utro$eno racunarsko vreme.

Pored prethodno navedenih ograniCenja, postoji i ograni¢enje u samom algoritmu koje se
odnosi na generisanje jedne vrednosti imputacije koja potom ulazi u set atributa za generisanje
naredne vrednosti imputacije. Ovaj pristup zavisi od ,,ta¢nosti“ svake prethodne generisane
vrednosti imputacije, pa ukoliko se uvede veliko odstupanje u jednu imputiranu vrednost, svi
naredni rezultati ¢e prenositi istu gresku u daljim prognozama. Ovaj problem se moze izbeci
primenom generisanja viSe koraka imputacije u jednom trenutku, sto je planirano za realizaciju

u budu¢im istrazivanjima.

Potrebno je napomenuti da je gotovo nemoguée osmisliti i razviti metodu koja ¢e vrsiti
imputaciju ili prognozu za sve slucajeve. Koncentracija zagaduju¢ih materija zavisi u velikoj
meri od niza parametara, kao §to su meteoroloski uslovi, saobracaj, lokalna geografija,
vremenski period u godini, nedeljni periodi, mesec i drugi parametri ¢iji uticaj na koncentraciju
zagadujucih materija u vazduhu jos uvek nije u potpunosti istrazen. Jedan od tih parametara je
visina sloja planetarne granice (eng. Planetary Boundary Layer- PBL). Parametar PBL moze
imati znacajnu ulogu u prognoziranju i imputaciji podataka koncentracije zagaduju¢ih materija,
jer tokom no¢i 1 u hladnijim mesecima sloj PBL se nalazi niZze u odnosu na dnevne vrednosti
ili toplije mesecima. Sa druge strane, primena drugih metoda za dvosmernu imputaciju
podataka takode mozZe pruziti kvalitetne rezultate, ali je potrebno sprovodenje daljih

istrazivanja kako bi se odredilo da li je ovaj pristup zaista adekvatan.

Pored toga Sto je u ovoj disertaciji u oba primera prikazano modelovanje koncentracije
zagadujucih materija u vazduhu u vidu vremenskih serija, potrebno je napomenuti da je
koncentracija zagadujucih materija u vazduhu prostorno-vremenska serija, odnosno da se oba
aspekta- prostorni i vremenski- moraju analizirati. Dalje istrazivanje, osim prethodno
pomenutih potencijalnih pravaca, ukljucice i prostornu komponentu koncentracije zagadujucih

materija u vazduhu, ¢ime ¢e se dobiti Sira slika varijacije koncentracije zagadujucih materija.

Podrugje istrazivanja koje se odnosi na koncentraciju zagadujucih materija u vazduhu vrlo je
atraktivno 1 verovatno ¢e ostati ili ¢ak povecati svoju vaznost u narednom periodu. Kvalitet
vazduha koji se udiSe predstavlja znacajan javno-zdravstveni parametar za celokupnu

populaciju, a ne samo za odredene ugroZene grupe. Zbog toga, nastavak istraZivanja o kvalitetu
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vazduha u Republici Srbiji, prostorno-vremenskim uslovima i karakteristikama, kao i
doprinosu razli¢itih privrednih grana i ljudskih aktivnosti pove¢anom zagadenju vazduha,

predstavlja vrlo bitno istrazivacko podrucje.

4.2. Prostorna Kklasifikacija ofiolita isto¢ne Vardarske zone

Prostorna Klasifikacija litologija prikazala je zanimljive i korisne rezultate u pogledu
interpretacije i statisticke znacajnosti, kao i u smislu implikacija za buduca istraZivanja.
Rezultati prve iteracije pokazali su F1- meru za klasu ofiolita od 0,17, dok je ta vrednost kasnije
povecana na 0,31 promenom modela slucajne Sume u ekstremno povecanje gradijenta i
dodavanjem atributa udaljenosti od reka. lako su rezultati pokazali moguénost unapredenja,
apsolutna vrednost F1- mere je mala, ali se moze primetiti da je model uspesno detektovao
prostorni polozaj ofiolita u isto¢noj Vardarskoj zoni, iako nije klasifikovao sve (ili veéinu)
instanci ta¢no. Ovaj primer ilustruje odnos ustaljenih mera evaluacije modela i njihovu primenu
u drugim oblastima, gde, iako evaluacija modela nije savrSena, model pruza znacajne

informacije.

Implikacije za buduca istraZivanja su znacajne. Daljim unapredivanjem modela, verovatno ¢e
se dosti¢i tatka gde dodatne promene modela, pretraga hiperparametara i dodavanje novih
atributa nece doneti znaajna poboljSanja. U tom slucaju, mogucée je sprovesti dodatna
istrazivanja koja bi se fokusirala na lazno pozitivne instance, gde bi pretraga ofiolita koji se
nalaze ispod povrSine bila od znaaja. Sa druge strane, ovaj pristup istraZivanja moze se
primeniti i na druge litologije, gde je klju¢no detektovati polozaj ciljne litologije pod zemljom,
kao $to su odredena leZiSta mineralnih sirovina i drugi resursi $to otvara nove moguénosti za

primenu raznovrsnih metoda kao Sto su masinsko ucenje.

U prikazanom primeru, pet najinformativnijih atributa ukljucivalo je dva atributa koja nisu
uobicajeno dostupna velikoj grupi istrazivaca. Naime, karta Bugeovih anomalija 1 karta
totalnog intenziteta Zemljinog magnetnog polja redukovanog na pol predstavljaju veoma
znaCajne podatke. Dobijanje ovih podataka, ako za dato podrucje nisu ve¢ izmereni, moze
predstavljati znacajnu prepreku prilikom planiranja istrazivanja, kako zbog intenzivnosti u
pogledu vremena potrebnog za njihovo dobijanje, potrebnih instrumenata, terenskog vremena

1 ekonomic¢nosti.
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Buduca istrazivanja, osim $to ¢e se fokusirati na razvijanje same metode i primenu na druge
litologije, mogu imati za cilj razvoj mera i predloga za postizanje najboljih mogucih rezultata
uz minimalnu potro$nju resursa. Ovakav pristup nece teziti stvaranju modela koji ta¢no
klasifikuje $to veci broj instanci, ve¢ modela koji predstavlja vrlo dobru aproksimaciju sa sto
manje utrosSenih resursa. Ovaj pristup je znacajan jer omogucava Siroj zajednici istrazivaca da
primene datu metodu, Cak i1 onima koji nemaju pristup specificnim podacima, poput

gravimetrijskih i magnetometrijskih podataka.

Takode, istraZzivanje zasnovano na otvorenim podacima, kao Sto je slucaj sa atributom karte
udaljenosti od reka, koji je dobijen sa portala otvorenih geo-prostorninh podataka
(OpenStreetMaps), takode je od velikog znac¢aja. Razvijanje metode koja ¢e biti dostupna $iroj
zajednici istrazivaca, koji nemaju pristup odredenim podacima, u kombinaciji sa razvojem

metoda zasnovanih na otvorenim podacima, smatra se od klju¢ne vaznosti.

4.3. Detektovanje anomalija amplitude VLF signala i prognoziranje
talasovodnih parametara niske jonosfere Zemlje

Poglavlje koje prikazuje primenu modela vodenih podacima na podatke amplitude VLF signala
i aproksimaciju talasovodnih parametara Zemljine niske jonosfere ima vrlo Siroku primenu za
buduca istrazivanja. Podpoglavlje koje se odnosi na detekciju anomalije amplitude VLF signala
(3.3.1.) ima najsiri spektar podataka koji se mogu koristiti za treniranje modela. Javno dostupna
baza podataka WALDO (eng. Worldwide Archive of Low-Frequency Data and Observations)
sadrzi odabrane podatke amplitude VLF signala i faze za period od 2005. do 2017. godine.

Planirana buduca istrazivanja na ovu temu su jednim delom ve¢ zapoceta, formiranjem i
postavljanjem okvira standardizacije (eng. Standardization framework). Prvi problem odnosi
se na nadgledano masinsko ucenje, gde je potrebno da model ima oznacene sve instance U
trening setu podataka, Sto zahteva ljudske resurse za runo oznacavanje podataka. Drugi
problem je razvoj odgovaraju¢ih prate¢ih alata za nesmetano preuzimanje, skadistenje,

transformaciju i obradu podataka iz WALDO baze podataka.

Buduca istrazivanja ¢e se fokusirati na razvoj alata za nesmetano preuzimanje, skladistenje i
transformaciju podataka koji ¢e omoguciti ru¢no oznacavanje. Kada se prikupi dovoljan broj

ozna¢enih podataka, moguce je preci sa binarne na viseklasnu klasifikaciju i dalji razvoj
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modela. Takode, sa obzirom na sveobuhvatnost podataka u WALDO bazi, istrazivanje
zasnovano na Sirem angazovanju zajednice (eng. Community- based research) moze pruziti
znacajne koristi. Velike korporacije ulazu znacajna sredstva u razlicite vrste masinskog ucenja,
a timovi ljudi Cesto rade iskljucivo na obelezavanju podataka za nadgledano masinsko ucenje.
Posto se ovakav pristup u ovom istrazivanju ne moze koristiti na isti na¢in kao u velikim
korporacijama, Sira istrazivacka zajednica moze znacajno ubrzati oznaCavanje podataka. Zbog
toga je ulozeno dosta truda u razvijanje okvira standardizacije, sa primerima kako optimalno
obeleziti podatke amplitude VLF signala. Takode, prethodno pomenuti alati bice razvijeni kao

otvorenog koda, dostupni svima.

Drugi primer prikazan u ovom poglavlju odnosi se na aproksimaciju talasovodnih parametara
D-sloja jonosfere (3.3.2.). Istrazivanje je pokazalo da je moguce razviti algoritam koji daje
dovoljno dobru aproksimaciju talasovodnih parametara, uz to $to su u ovom primeru kori§¢ene
neke nestandardne prakse u okviru masSinskog ucfenja. Najpre, trening set podataka je bio
aproksimiran iz manjeg skupa podataka, a taj manji set je takode koriS€en za testiranje
podataka. Ovaj pristup, iako nije standardan, primenjen je uz oprez kako bi rezultati ostali

validni.

Primena najboljeg modela na validacionom setu podataka pokazala je da je moguce razviti
adekvatnu metodu za aproksimaciju talasovodnih parametara, ali da buduca istrazivanja
moraju biti fokusirana na pribavljanje adekvatnog seta podataka za trening, bez potrebe za

primenom metoda preuzorkovanja podataka.

4.4. Primena statistickih metoda na podatke magnetne susceptibilnosti
uzoraka sa jaloviSta rudnika ,,Rudnik*

Jedini primer u okviru disertacije koji se nije eksplicitno ticao metoda maSinskog ucenja ili
prognoziranja vremenskih serija bio je primer primene statistickih metoda na podatke
magnetne susceptibilnosti sa uzoraka sa jaloviSta rudnika ,,Rudnik®. Ovaj primer bio je
interesantan iz viSe razloga. Najpre, prikazao je da su merenja magnetne susceptibilnosti u
niskom polju vrlo efikasna i ekonomicna za dobijanje raspodele magnetne susceptibilnosti, a
samim tim i teSkih metala po dubini tela jalovisSta. Sa druge strane, ovaj primer se uklapa u Siri

kontekst disertacije jer prikazuje sliénu primenu podataka- izvlacenje dodatnih informacija iz
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ve¢ izmerenih podataka i testiranje alternativnih metoda koje se konvencionalno ne primenjuju

u datoj oblasti.

Primena metoda vremenskih serija na prostorno zavisne podatke dala je razli¢ite rezultate. Na
primer, metode za detekciju stacionarnosti u prostornim serijama potencijalno se mogu
povezati sa vrstom deponovanja materijala. Ova tvrdnja zvuci veoma interesantno, ali su
potrebna dodatna istrazivanja sa razli¢itim primerima koji pokrivaju kako antropogenu, tako i
prirodnu depoziciju materijala kako bi se verifikovala. Druge primenjene metode, kao $to je
grafikon prve diference, nisu pruzile dodatne informacije koje nisu ve¢ ocigledne vizuelnom
analizom originalnih vrednosti magnetne susceptibilnosti. Sa druge strane, grafikon
kumulativne sume pokazuje potencijal za dalja istrazivanja zbog svoje dobre korelacije sa

prevojnim tackama u buSotinama i granicama slojeva, ali su i za ovo potrebni dodatni primeri.

Primena drugih metoda, kao $to je Kolmogorov- Smirnov test, dala je pozitivan rezultat, gde
se u velikoj meri slojevi izdvojeni samo analizom vrednosti magnetne susceptibilnosti odli¢no
poklapaju sa litoloskim podacima. Nastavak istrazivanja, sa podacima iz dodatne Cetiri
busotine sa bedema flotacijskog jalovista, bi¢e znafajan za dalju verifikaciju izvedenih

zakljucaka.

Primer prikazuje vrlo interesantnu situaciju koja osvetljava teskoce primene geoloske, ali 1
statistiCke logike prilikom analize podataka koji dolaze od uzoraka sa antropogeno
deponovanog materijala. Kao §to je prethodno bilo re¢i, materijal je lokalnog porekla, ali se
tokom procesa prerade rude medusobno mesao do trenutka deponovanja, §to ¢ini bilo kakvu
geolosku, a samim tim 1 statisticku logiku veoma izazovnom. Nastavak ovakve vrste
istrazivanja materijal sa jaloviSta, kao i drugih materijala trebalo bi da omoguce jasnije
sagledavanje navedenih izazova. Pored toga, primena statistickih metoda iz drugih oblasti ima

potencijal da pruzi dodatne informacije koje nisu dostupne konvencionalnim metodama.
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5. Zakljucak

Tema doktorske disertacije odnosi se na primenu modela vodenih podacima u geofizici, fizici
atmosfere i jonosfere. U okviru teme prikazano je nekoliko primera koji se odnose na razlicite
primene metoda masinskog ucenja, prognoziranja i analize vremenskih serija, kao 1 statistickih
metoda, kako bi se dobile dodatne informacije iz podataka koje konvencionalne metode ne
omogucavaju, kao i za automatizaciju odredenih procesa koji se uglavnom vrSe od strane

istrazivaca i predstavljaju vrlo vremenski intenzivne procese.

Iako primeri obuhvataju razli¢ite nau¢ne oblasti, glavni cilj disertacije je identifikacija podrucja
u kojima se modeli vodeni podacima mogu uspe$sno primeniti. U okviru disertacije
predstavljeno je Sest primera iz Cetiri razli¢ite nauéne oblasti, gde su modeli vodeni podacima
kao 1 Sira oblast nauke o podacima koriS¢eni za razliite svrhe. Raznovrsnost naucnih
disciplina, vrsta podataka, namena 1 ciljeva dodatno isti¢e primenljivost modela vodenih
podacima, kao i nauke o podacima, te naglasava znacaj njihovog daljeg razvoja i primene u

buducnosti u oblasti geonauka.

Koncentracija zagaduju¢ih materija u vazduhu predstavlja vrlo znacajan problem za Siru
javnost, kao 1 za odredene grupe stanovniStva koje boluju od respiratornih 1 kardiovaskularnih
bolesti. Industrijalizacija, ekspanzija gradova, upotreba motornih vozila, kao i sagorevanje
materijala za grejanje domacinstava, doprinose problemu povecane koncentracije zagadujucih
materija u vazduhu. Prvi primer odnosio se na primenu Fejsbukovog Profet algoritma za
prognozu buducih vrednosti koncentracije zagadujuc¢ih materija u vazduhu. Primer je pokazao
da je Fejsbukov Profet algoritam sposoban za kvalitetne prognoze, ali da su potrebna dodatna
istrazivanja kako bi se dobio model koji je stabilan, pouzdan i prikazuje minimalna odstupanja
prilikom prognoza. Sa druge strane, Kontinuirani monitoring koncentracije zagadujucih
materija u vazduhu moze biti optereen tehnickim problemima, §to moZe dovesti do
preskocenih opservacija. Drugi primer odnosio se na primenu metoda masinskog ucenja za
imputaciju preskoéenih podataka. Analiza dobijenih vrednosti pokazala je da je osnovna ideja
dvosmernog imputovanja podataka dobra, ali da je potrebno dodatno istraZivanje, jer je
razvijeni algoritam pokazao vrednosti uporedive sa najjednostavnijim modelima, uz povecan

utroSeni rac¢unarski resurs.
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Prostorna klasifikacija ofiolita isto¢ne Vardarske zone predstavlja primer klasifikacije
geoloske jedinice za koju su primenjeni kombinovani geoloski, geofizicki, satelitski 1 drugi
podaci. U prvoj iteraciji istrazivanja dobijeni su rezultati koji pokazuju da je model, u dobrom
smislu, naucio generalni prostorni polozaj ofiolita, iako nisu sve instance ofiolita bile ta¢no
klasifikovane. Druga iteracija istrazivanja ukljuCivala je zamenu primenjene metode,
unapredenje metode pretrazivanja hiperparametara i dodavanje drugih atributa. U drugoj fazi
istrazivanja, jedna od glavnih mera evaluacije modela (F1- mera) prikazala je skoro duplo
povecéanje usled zamene modela i dodavanjem dodatnog atributa. Buduéa istrazivanja bice

usmerena ka pronalazenju dodatnih atributa i daljem proSirenju prostora i metoda.

Prikazana su i dva primera koji su se odnosili na analizu podataka VLF signala i propagacionih
parametara niske jonosfere Zemlje. Prvi primer odnosio se na automatizaciju detekcije
anomalija jonosferskog amplitude VLF signala. Istrazivanje je pokazalo da su primenjene
metode imale svojih prednosti i da su u odredenim slucajevima adekvatno klasifikovale
anomalni VLF signal. Sa druge strane, postojali su i sluc¢ajevi u kojima je primenjena metoda
dala vrlo lose klasifikacije, $to je i prikazano u disertaciji. Buduéa istrazivanja fokusirace se na
ostvarivanje standarda za multiklasnu klasifikaciju razlic¢itih karakteristika VLF signala, a
potom i na prelazak sa binarne na viSeklasnu klasifikaciju maSinskim ucenjem. Odredivanje
talasovodnih parametara jonosfere predstavlja kompleksan proces koji u odredenim
situacijama moZe dati loSe ocene talasovodnih parametara. Drugi primer prikazuje primenu
metoda maSinskog ucenja za modelovanje talasovodnih parametara tokom poremecenih
jonosferskih stanja. Rezultati su pokazali da, iako je obrada i modelovanje bila ograni¢ena
kvantitetom podataka, postoji mogucnost razvijanja modela za modelovanje talasovodnih
parametara primenom masinskog ucenja. PoSto je inicijalno istraZivanje koristilo metode
proguséivanja za dobijanje adekvatnog uzorka za dato modelovanje, buducéa istrazivanja treba
da se fokusiraju na prikupljanje kvalitetnog seta podataka za treniranje modela sa dovoljnim

brojem instanci.

Na kraju, primenjene statisticke metode na podatke magnetne susceptibilnosti izmerene u
niskom polju na uzorcima sa flotacijskog jalovista prikazale su potencijalnu primenu tih
metoda u datom podrucju. Metode analize vremenskih serija primenjene na prostorno zavisne
podatke imaju svoje benefite, kao $to su metode ocenjivanja stacionarnosti koje se potencijalno
mogu dovesti u vezu sa na¢inom deponovanja. Za dobijanje pouzdanih informacija od takvih

metoda potrebno je vise istrazivanja. Sa druge strane, statisticke metode su pokazale svoju
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dobru stranu pre svega prilikom odredivanja da li dati, izdvojeni sloj ima statisticka svojstva

koja su razli¢ita od prethodnih i narednih slojeva.

Disertacija je obuhvatila Siroku primenu datih metoda u razli¢itim poljima, ukljucujuci
geofiziku, fiziku atmosfere i fiziku jonosfere, kao i za razliCite vrste podataka. Buduca
istrazivanja u okviru svih prikazanih primera, kao i u potrazi za novim primerima gde modeli

vodeni podacima mogu doneti unapredenja, bi¢e nastavljena daljim istrazivanjima.
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H3jaBa o ayTOpCcTBY

WMe u npe3uMe ayTopa ®uaun ApHayT

Bpoj nnzekca ['804/21

H3jaB/byjem

Jla je IOKTOPCKa AMcepTalyja Mo HacJI0BOM

[IpuMeHa Moziesia BOheHHUX noAanuma y reodusuiy

pe3yJITaT CONCTBEHOT UCTPAKUBAYKOT PAsIa;

Jla AucepTanyja y LieJIMHU HU Y 1eJIOBMMa HUje G1Jla peJJIoKeHa 3a CTUILIAkbe JpyTe
JIUIIJIOMe TIpeMa CTY/AUjCKUM MPOoTrpaMUMa JAPYTruX BUCOKOIIKOJICKUX YCTAHOBA;

Aa Cy pe3yJITAaTHU KOPEKTHO HAaBEJ€HU U

Jla HUCaM KpILIKO/Jia ayTOpCKa MpaBa U KOPUCTHO /JIa UHTEJIEKTYaJIHy CBOjUHY JIPYyTHUX
JIMLA.

IloTnuc ayTopa

Y Beorpapny, \Ab\ﬁ_ ck»ﬁ,\'b/
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H3jaBa 0 MCTOBETHOCTH LIITaMIIaHe U eJIEKTPOHCKE Bep3Hje
JIOKTOPCKOT paja

WMe u npe3ume aytopa___ Puaun ApHayT

Bpoj nnzexca ['804/21

Ctynujcku nporpam_[leosioruja

HacsioB paga ___ IlpuMeHa Mojesia BoheHUX noanuma y reobusunm

MenTOp Ap Becna [|BeTKOB, peloBHY npodecop

M3jaBibyjeM fa je mITaMIaHa Bep3uja MOT JOKTOPCKOr paZia UCTOBETHA €JIeKTPOHCKO]j
Bep3MjU KOjy caM Ipejao/ja paju NnoxpawuBama y JIMrMTa/JIHOM peno3suTopHjyMmy
YuusBepsutera y beorpagy.

Jlo3Bo/baBaM Jla ce o6jaBe MOjU JIMYHU MOJAlld Be3aHU 3a J00Ujarbe aKaJeMCKOr
Ha3MBa JIOKTOpa HayKa, Kao LITO Cy UMe U Ipe3uMe, roJjiHa U MeCTO poherwa U AaTym
on6paHe paja.

OBM JIMYHU mNOAALM MOTry ce OO6jaBUTH Ha MpEXHUM CTpaHMLaMa JUTUTaJIHe
6ub/MOTEKe, y eJeKTPOHCKOM KaTaJory U y MNyOJMKalnujamMa YHUBep3uTeTa y
Beorpany.

IloTniuc ayTopa

S= =

Y Beorpany,
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H3jaBa o kopumhemy

OpnamhyjemM YHuBep3uTeTCKy 6ubnoTeKy ,CBeTo3ap MapkoBuh” na y Jlurutannu
peno3uTopujyM YHUBep3uTeTa y beorpasy yHece Mojy JOKTOPCKY AUCEPTALUjy MO,
HaCJI0BOM:

[IpuMeHa Moziesia BOheHHUX noAanuma y reopusuiy

KOja je Moje ayTOPCKO [JeJio.

JucepTanujy ca CBUM IMpUJ0O3MMa Mpejao/na caMm y eJeKTPOHCKOM dopmaTty
MIOTOZJHOM 32 TPAjHO apXHUBHpPAIbE.
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KOjH TMOLITYjy oApe/i6e caJipkaHe y olabpaHoM TUIY JinlieHIle KpeaTuBHe 3ajeaHuIIe
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2. AytopcTtBo - HekoMepuujaaHo (CC BY-NC)

3. AyTopcTBo - HekoMep1UjalHo - 6e3 npepazga (CC BY-NC-ND)

4. AyTOpCTBO — HEKOMEPLHjaJIHO — 1eJIUTH o uctTuM ycaouma (CC BY-NC-SA)
5. AytopcTBo - 6e3 npepaza (CC BY-ND)

6. AyTOopCcTBO - AeqiuTH noj uctuM ycaosuma (CC BY-SA)

(MosiiMo J1a 3a0KPYKUTE CaMo jeIHY O/ IeCT MOHYyhHeHux
JuneHu. KpaTak onuc JIMIEHIIY je caCTaBHU JIe0 OBe M3jaBe).

IloTiuc ayTopa

Y Beorpapny,

M= =
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1. AytopcTBo. /l03Bo/baBaTe YMHOXKaBake, JUCTPUOYLU]Y U jaBHO CAOMIITaBaHh€
JleJa, ¥ Ipepa/ie, ako Ce HaBeJle MMe ayTopa Ha HauYMH ofipeheH o] cTpaHe ayTopa UJIu
JlaBaolla JIMIleHIle, YaKk U y KoMepuujaiHe cBpxe. OBO je Hajcio60JHHUja 0f, CBUX
JIULEHIIH.

2. AyTOpCTBO - HEKOMepIuMjaJaHo. /[03Bo/baBaTe YMHOXKaBamwe, JUCTPUOYLUjy U
jaBHO caollITaBame Jiesa, ¥ Ipepajie, ako ce HaBeJie MMe ayTopa Ha Ha4MH ofpeheH
OJi CTpaHe ayTopa WJIM JaBaoua svneHne. OBa MlieHIIa He 103B0/baBa KOMepILMjalHy
ynoTpeoy JeJia.

3. AyTOpCcTBO - HEeKOMepLHUja/JIHO - 6e3 mpepaja. /lo3Bo/baBaTe YMHOXKABabE,
JUCTPUOYLMjy M jaBHO caollITaBame Jesa, 6e3 MmpoMeHa, NpeobGJUKOBamba WU
ynoTpebe Jies1a y CBOM JieJly, aKO Ce HaBeJie MMe ayTopa Ha HauuH o/ipeheH o cTpaHe
ayTopa WJM JjaBaola JuleHne. OBa JiMIeHIla He 103B0/baBa KOMepLUjaJHy YIOTpeby
Jlesia. Y oJlHOCYy Ha CBe ocCTaJle JIMIeHIle, OBOM JIMLIEHLIOM Ce OrpaHu4aBa HajBehu
o6uM npaBa Kopuiuhemwa fiena.

4. AyTOpPCTBO — HEKOMepLHja/IHO - AeJIUTH 10/, UCTUM yCJI0BUMa. /lo3Bo/baBaTe
YMHOXaBakbe, JUCTPUOYLIUjY U jaBHO CaoINIlITaBame Jiesia, U Ipepaje, ako ce HaBeJie
MMe ayTopa Ha Ha4yuH ofpebeH of cTpaHe ayTopa WJIM JaBaola JIMIEHLE U aKo ce
npepaja AUCTpUOyUpa MOJ WCTOM HWJIMU CJAWYHOM JMLeHUoM. OBa JulLieHLla He
Jl103B0JbaBa KOMepLHja/IHy yIOTpeOy Aesa U npepaja.

5. AyTopcTBo - 6e3 npepaja. /[o03Bo/baBaTe YMHOXaBake, JUCTPUOYIHjy U jaBHO
caomniITaBame /esa, 6e3 NpoMeHa, MPeo6JIMKOBakha UK yIIOTpe6e iesia y CBOM Ziey,
aKo ce HaBeJle MMe ayTopa Ha HauyuH oApeheH oJ CTpaHe ayTopa WJM JAaBaola
snuneHne. OBa JiMIeHLA Z03B0J/baBa KOMEPLUjaTHY YIIOTpeby Jea.

6. AyTOPCTBO - JA€JIMTA MNOJ MCTUM YycjJoBUMaA. /[03Bo/baBaTe YMHOXKaBalbe,
JUCTPUOYIHjY U jaBHO CaoIITaBakbe /leJ1a, U Ipepajie, ako ce HaBeJle MUMe ayTopa Ha
HAuMH oJpeheH 0J cTpaHe ayTopa WJM [JlaBaolia JHIEHLle U aKo ce Mpepaja
JUCTpUOyHpa TMOJ WCTOM WM CJUYHOM JiMIeHIoM. OBa JiMIleHIIa /103BOJbaBa
KOMepLHjaJHy ynoTpedy aAena U npepaza. CivdyHa je cOQTBEPCKUM JIHIEHIIAMA,
OJIHOCHO JIMI[eHI]aMa OTBOPEHOT KO/a.
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